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Resumen

La necesidad de evaluar y analizar grandes volúmenes de datos, como lo
es en los problemas de clasificación, surge de diversas áreas de conocimien-
to como lo son la f́ısica, medicina, bioloǵıa, ingenieŕıa civil, entre otras. La
clasificación supervisada es un tipo de aprendizaje de máquina en la que
los objetos (instancias a clasificar) se clasifican dentro de clases definidas
de manera previa. El aprendizaje de máquina es un área de la Inteligencia
Artificial (IA), la cual se encarga del desarrollo de algoritmos computacio-
nales, los cuales, son capaces de inferir y deducir conocimiento a partir
de un conjunto de datos, con la finalidad de obtener modelos capaces de
evaluar otros datos similares de los cuales no se contaba con información
previa.

En los años más recientes, el gran auge del aprendizaje de máquina en
todas las áreas del conocimiento es evidente. El aprendizaje de máquina
ha sido el área de elección para desarrollar aplicaciones en reconocimiento
de patrones, identificación y clasificación de objetos, entre otras.

En el caso del aprendizaje supervisado, se generan modelos que utilizan
un conjunto de instancias etiquetadas para relacionar los datos que en-
tran(caracteŕısticas) con los que salen(etiquetas), o, en otras palabras, los
modelos utilizan un conjunto de instancias de entrenamiento para aprender
a relación entre una entrada y su salida deseada. Este tipo de aprendizaje
puede tener entonces dos tipos de modelo en función de su salida. Si su
salida es un valor continuo, estamos hablando de un modelo de regresión,
en cambio, si su salida es un valor categórico, entonces es un modelo de
clasificación.

Por otra parte, en aprendizaje no supervisado, se generan modelos que
utilizan conjuntos de instancias no etiquetadas con el objetivo de aumen-
tar el conocimiento estructural de los conjuntos. Por ejemplo, agrupar los
datos según su similitud, extraer la estructura interna de forma en que se
distribuyen los datos en el espacio original, o simplificar la estructura de
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los datos manteniendo solamente sus caracteŕısticas fundamentales.

La finalidad de este trabajo de tesis es desarrollar un sistema de iden-
tificación y clasificación de enfermedades en cultivos de tomate, emplean-
do una metodoloǵıa de visión por computadora para el procesamiento de
imágenes y, la aplicación de técnicas de aprendizaje de máquina para la
creación de modelos de clasificación. Esta propuesta estará enfocada en un
problema en particular, el virus rugoso del tomate (ToBRFV).

El virus rugoso del tomate (ToBRFV) es un virus relativamente emer-
gente con grandes afectaciones en la producción de tomate. Las investi-
gaciones con relación a este virus han estado enfocadas únicamente en el
área de la genética del tomate y su afectación por virus rugoso del tomate
(ToBRFV), dejando al área de las ciencias de la información de lado. En
consecuencia, este trabajo de investigación es de vital importancia para el
área de la agricultura, pero de igual manera para el área de las ciencias de
la información al ser un problema que no ha sido explorado.
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Abstract

The need to evaluate and analyze large amounts of data, such as classi-
fication problems, arises from various areas of knowledge such as physics,
medicine, biology, civil engineering, among others. Supervised classification
is a kind of machine learning in which objects(instances to classify) are
classified into predefined classes. Machine learning is an area of Artificial
Intelligence (AI), which is responsible for the development of computatio-
nal algorithms. These algorithms are capable of infer and deduce knowledge
from a set of data, in order to obtain models able to assess other similar
data for which no prior information was available.

In recent years, the great heyday of machine learning in all areas of
knowledge is evident. Machine learning has been the area of choice to
develop applications in pattern recognition, identification and objects clas-
sification, among others.

In the case of supervised learning, models that use a set of labeled ins-
tances to relate the input data (features) with the output data (labels) are
generated. In other words, the models use a set of training instances to
learn the relationship between an input and its desired output. This type
of learning can then have two types of model depending on its output. If
its output is a continuos value, we are talking about a regression model.
Whereas if its output is a categorical value, then it is a classification model.

On the other hand unsupervised learning models generate models that
use sets of unlabeled instances with the aim of increasing the structural
knowledge of the sets. For example, grouping the data according to their
similarity, extracting the internal structure of the way the data is distribu-
ted in the original space, or to simplify the structure of the data keeping
only its fundamental characteristics.

The aim of this thesis work is to develop a system for the identification
and classification of diseases in tomato and pepper crops. It will be do-
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ne through a computer vision methodology for image processing and the
application of machine learning techniques to create classification models.
In particular, this proposal will be focused on a particular problem, the
Tomato brown rugose fruit virus (ToBRFV).

Tomato brown rugose fruit virus (ToBRFV) is a relatively emerging vi-
rus with major effects on tomato production. Research related to this virus
has been focused only on the area of tomato genetics and its affectation by
tomato brown rugose fruit virus (ToBRFV), leaving the area of informa-
tion science aside. Therefore, this research work is of vital importance for
the agriculture, but equally for the information science as it is a problem
that has not been explored.
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2.1. Marco teórico . . . . . . . . . . . . . . . . . . . . . . . . . 7
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3.13. Diagrama de la metodoloǵıa de la GLCM. . . . . . . . . . 48
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4.3. Gráfica de barras representante de la homogeneidad para los
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cada clase. . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
4.24. Homogeneidad sanas contra enfermas de todas las imágenes
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Caṕıtulo 1

Introducción

Existen problemas de la vida cotidiana que son complejos y necesitan
ser modelados y analizados de una manera correcta, como la detección de
enfermedades, tanto en el área de la medicina como en el área de la agri-
cultura. De ah́ı la necesidad de contar con herramientas computacionales
que sean capaces de agilizar el análisis de estos problemas.

En particular en el área de la agricultura, cuando alguna enfermedad se
presenta en una planta, ya sea en la hoja, ráız, tallo, o fruto, en muchas
ocasiones se debe remover de ráız la planta debido a que es muy probable
que contamine todo el cultivo. Los efectos que las enfermedades causan en
las plantas son problemas importantes debido a que disminuyen el ı́ndice
de producción y la calidad del producto agŕıcola, además de las pérdidas
económicas que generaŕıan. Por ello, un análisis para la detección temprana
de las enfermedades en la agricultura es fundamental para no interrumpir
la producción sostenible del cultivo (Hanssen et al., 2010). Al proceso que
engloba el conjunto de técnicas orientadas a optimizar el uso de los insumos
agŕıcolas y la disminución de pérdidas a partir de estos análisis de enfer-
medades se le denomina agricultura de precisión (Roel and Terra, 2013).
El ciclo general que compone a la agricultura de precisión, consta de los
siguientes procesos, primero una acción en el campo inicial (siembra), se-
guido de una recolección de datos (una vez la planta comienza a crecer),
un procesamiento e interpretación de los datos recolectados previamente,
una toma de decisiones con base en el procesamiento e interpretación y
por último, una nueva actuación en el campo con base en estas decisiones.
Este proceso lo podemos ver ilustrado en la Figura 1.1.

Cada uno de los procesos que componen la agricultura de precisión tie-
nen sus respectivas variaciones de acuerdo al problema que se requiere
tratar. Se pueden tratar problemas de nutrientes, de riego, de plagas, de
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Figura 1.1: Diagrama del ciclo de la agricultura de precisión.

enfermedades, entre otros más. En particular, para las enfermedades en
plantas existen diversas metodoloǵıas para su control.

En particular, en el cultivo de tomate, las enfermedades virales son noto-
riamente dif́ıciles de controlar, dado la aparición continua de nuevas cepas
de virus existentes o virus nuevos. Los virus tienen un gran potencial pa-
ra evolucionar y adaptarse rápidamente bajo presión de selección natural
(Hanssen et al., 2010).

El virus rugoso del fruto del tomate (ToBRFV) apareció en los plant́ıos
de tomate en Jordania en 2015, actualmente este virus ha producido bro-
tes en diferentes páıses del mundo, por ejemplo en China, España, México,
entre otros (Virol et al., 2015). En territorio mexicano se identificó por
primera vez en el año 2018 (Cambrón-Crisantos, 2018).

El virus ToBRFV es un patógeno que puede infectar tomate y pimien-
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to. El principal cultivo afectado por el ToBRFV es el tomate. Este virus
tiene la capacidad de superar todas las resistencias genéticas conocidas a
los tobamovirus y causa śıntomas severos en los frutos, lo cual lo hace muy
problemático (Euroseeds, 2020). El virus se transmite por contacto, de ah́ı
su gran peligrosidad. En las hojas, la infección se manifiesta mediante la
aparición de secciones amarillentas o secas, manchas en variaciones de tono
y color y mediante el estrechamiento de las mismas. En ocasiones muestran
completo deterioro en la sección de tallo de la planta que sostiene el fruto.
Por otro lado, en los frutos pueden aparecer decoloraciones, deformaciones
y lesiones cafés que muestran grave deterioro. Debido a estos efectos, en
poco tiempo se ha convertido en uno de los principales problemas a nivel
nacional en el cultivo del tomate y se está en continua búsqueda para en-
contrar métodos tanto para su control como para su detección.

La detección de enfermedades en plantas usualmente se realiza mediante
técnicas visuales a través de la exploración, sin embargo, estas exploracio-
nes son de alto costo porque las personas capacitadas para realizarlas tie-
nen un gran nivel de experiencia y conlleva extensa mano de obra. Además,
puede no ser una detección correcta del padecimiento. Esto debido a que
utilizar técnicas de detección visual comúnmente se puede ver comprometi-
da, resultado de la dificultad de diferenciar los śıntomas que muchas veces
son muy similares, aun siendo provocados por diferentes padecimientos.
Por otro lado, la visión por computadora ha evolucionado hasta un punto
en el que incluso las alteraciones visuales más leves en el color y la morfo-
loǵıa de la planta pueden detectarse usando la tecnoloǵıa adecuada (Arnal
Barbedo, 2019). Por ello, la visión computadora hoy es de las principa-
les herramientas en la agricultura de precisión y más espećıficamente en
la detección de enfermedades. El área de la visión por computadora que
da solución al problema de detección de virus es el aprendizaje de máquina.

1.1. Planteamiento del Problema

En este trabajo de investigación, el problema a resolver es la extracción
y clasificación de caracteŕısticas del virus rugoso del tomate (ToBRFV) a
través de técnicas de visión por computadora y técnicas de aprendizaje de
máquina. El objetivo, entonces, es encontrar un vector de caracteŕısticas
con información capaz de diferenciar lo suficiente las dos clases para su
correcta clasificación.
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El aporte de este trabajo de investigación es una metodoloǵıa capaz de
identificar si una planta está infectada con el Virus Rugoso del Tomate
(ToBRFV) o no. Aśı como la creación de una base de datos. Esta última
es fundamental debido a que no hay una base de datos en existencia que
tenga la información visual necesaria para la detección del Virus Rugoso
del Tomame en hojas.

1.2. Justificación

Una de las principales preocupaciones sobre el cultivo del tomate es su
susceptibilidad a la variedad de enfermedades virales. Los Tobamovirus
están entre los virus más destructivos en hortalizas a nivel mundial (Koh,
2018), esto debido a que pueden inducir enfermedades graves en los culti-
vos. El ToBRFV es un tipo de Tobamovirus que se ha convertido en una
gran amenaza para el cultivo del tomate. Se transmite de manera mecánica,
además es sumamente peligroso por su variabilidad genética y duración,
lo que ocasiona pérdidas sustanciales en este cultivo. El efecto negativo
que causan los Tobamovirus, especialmente el ToBRFV, en los cultivos de
tomate en México, da como resultado priorizar su estudio. Es por todas
estas razones, que el estudio constante de este emergente virus en todos
los ámbitos es de alta prioridad. Especialmente al ser tan contagioso y po-
co tratable. Su detección actualmente se da únicamente de manera visual
mediante expertos que luego pasan a comprobarse con pruebas qúımicas
especializadas; sin embargo, esta detección pudiese ser mejorada a partir
de la visión por computadora en gran medida.

La caracterización de distintas enfermedades en plantas tiene nivel de
dificultad que depende de los śıntomas que muestran las hojas o frutos
de la planta en cuestión y la constancia de estos śıntomas. Es decir, si
en la mayoŕıa de las plantas enfermas se presentan los mismos śıntomas.
Pensando en esto, hay que resaltar que el ToBRFV es un virus con gran
dificultad de caracterización. El hecho de que los śıntomas se presenten de
manera simultánea o independiente y además de manera inconstante, nos
hace comprobar la dificultad antes mencionada de que la caracterización
del ToBRFV es de dificultad alta.

El ToBRFV al ser un virus emergente con alto impacto negativo es el
objetivo perfecto para caso de estudio. En el estado del arte no existen
trabajos con aportaciones en el área de las ciencias de la información en-
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focadas en su detección mediante algún método computacional. Al ser un
virus reciente, los principales aportes que se han realizado son dentro de las
áreas de la biotecnoloǵıa, dejando de lado la gran aportación que puede dar
la visión por computadora al control de este virus mediante su clasificación.

1.3. Objetivos

1.3.1. Objetivo General

Desarrollar modelos predictivos para la detección automática del virus
rugoso del tomate (ToBRFV) en plantas de tomate mediante una metodo-
loǵıa de visión por computadora.

1.3.2. Objetivos Espećıficos

Realizar un estudio exhaustivo del estado del arte sobre el tema de
investigación para la identificación de metodoloǵıas que permitan de-
tectar enfermedades en las plantas mediante visión por computadora.

Recolectar y formar el conjunto de datos integrado por imágenes de
hojas de tomate sanas y hojas con presencia de śıntomas causados por
el ToBRFV. Conjunto que es necesario para el desarrollo del trabajo
de tesis.

Explorar técnicas de visión por computadora que permitan extraer
caracteŕısticas representativas del virus ToBRFV.

Desarrollar modelos predictivos que permitan identificar el virus ru-
goso del tomate.

Evaluar los resultados obtenidos de la metodoloǵıa y modelos predic-
tivos con el uso de métricas de desempeño existentes en la literatura.

1.4. Hipótesis

Mediante técnicas de visión por computadora y de aprendizaje de máqui-
na es posible identificar eficientemente patrones del ToBRFV en imágenes
digitales de hojas de tomate que permitan detectar y clasificar de manera
oportuna y temprana patoloǵıas en plantas como el virus rugoso del toma-
te, obteniendo modelos de clasificación con una tasa de aciertos mayor al
80%.
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Estructura de la Tesis

A continuación, se presenta la organización de este documento de tesis.
En el Caṕıtulo II se definen conceptos a utilizar en la metodoloǵıa tales
como: Procesamiento de imágenes, aprendizaje de máquina, agricultura de
precisión, entre otros. En el Caṕıtulo III se describe la metodoloǵıa pro-
puesta para dar solución al problema planteado. El diseño conceptual de
la metodoloǵıa, la base de datos y el desarrollo de los modelos predictivos.
Además, de los puntos principales de una metodoloǵıa de clasificación, sien-
do estos preprocesamientos, segmentación, extracción de caracteŕısticas y
clasificación. Continuando con el Caṕıtulo IV en donde se describen los re-
sultados experimentales de la propuesta metodológica del presente trabajo
de tesis. Finalmente, en el Caṕıtulo V se presenta la conclusión del trabajo
de investigación y algunas propuestas de trabajos a futuro.
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Caṕıtulo 2

Marco teórico y estudio del estado
del arte

2.1. Marco teórico

En este caṕıtulo vemos el estudio que se realizó del estado del arte de los
principales temas que engloba este trabajo de tesis. Además, se describen
los conceptos base necesarios para su desarrollo.

2.1.1. Imágenes

El término imagen se refiere a una función bidimensional de intensidad
de luz f(x, y) donde x e y representan las coordenadas espaciales y el valor
de f es un valor en un rango de (0, 255) que representa la intensidad de
color de la imagen en ese punto. Los elementos de una distribución digi-
tal de este tipo se denominan elementos de la imagen, o más comúnmente
ṕıxeles (Mendez, 2008).

Una imagen a color o también conocida como imagen RGB, es repre-
sentada en cada pixel como una combinación de ciertas intensidades de
los colores rojo, verde y azul. Se puede interpretar como una matriz de
tres canales donde cada canal corresponde a la intensidad de color de los
componentes rojo, verde y azul, de manera visual lo podemos interpretar
como la Figura 2.1.

Los espacios de color son una forma de representar la información impor-
tante de una imagen durante el procesamiento digital. Permiten analizar
cada ṕıxel desde otro punto de vista, y aśı aprovechar toda la información
presente dentro de la imagen. Los trabajos más recientes realizados en esta
área se relacionan con la segmentación de imágenes a color, la localización
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Figura 2.1: Representación gráfica y matricial de una imagen RGB.

de objetos, análisis de textura, morfoloǵıa matemática, estandarización de
imágenes a color, entre otros (Aguirre Dobernack, s.f.).

Por otra parte, las escalas de color son otra manera útil de represen-
tación para resaltar pequeñas diferencias en imágenes en escala de grises.
Se utilizan para mejorar la visualización de los seres humanos en aplica-
ciones como ı́ndices de vegetación, cámaras térmicas y diferentes tipos de
aplicaciones de detección remota. Las escalas de color consisten en una
discretización de la escala de grises de 8 bits en dieciséis bandas de colores
sólidos, donde los colores se asignan según la escala de colores que elija
(Yee-Rendon et al., 2021). Las escalas de color más populares son las que
se muestran en la Figura 2.2, en ella podemos ver además el rango de co-
lores de cada una de ellas.

El procesamiento de imágenes implica cinco pasos básicos que son, ad-
quisición de los datos, conformación de la base de datos, procesamiento
de las imágenes, extracción de caracteŕısticas y por último, clasificación
(Shruthi et al., 2019).

La visión por computadora o visión artificial es un área de la compu-
tación que se utiliza para extraer, analizar y comprender una imagen digital
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Figura 2.2: Representación visual de las escalas de color. (Bianco et al., 2014)

que contiene información del mundo real al visualizarla tal como lo hace el
humano (Singh et al., 2019).

Su función principal es reconocer y localizar objetos en el ambiente me-
diante el procesamiento de las imágenes. La visión por computadora es el
estudio de estos procesos, para entenderlos y construir máquinas con ca-
pacidades similares (Sucar and Gomez, 2011).

Un área muy ligada a la de visión por computadora es la de procesamien-
to de imágenes. Aunque ambos campos tienen mucho en común, el objetivo
final es diferente. El objetivo de procesamiento de imágenes es mejorar la
calidad de las imágenes para su posterior utilización o interpretación, por
ejemplo: remover ruido, mejorar propiedades como color, contraste, estruc-
tura, etc. Mientras que el objetivo de la visión por computadora es extraer
caracteŕısticas de una imagen para su descripción e interpretación por una
computadora. Por ejemplo: determinar la localización de objetos, construir
una representación tridimensional de un objeto, etc. (Sucar and Gomez,
2011).
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2.1.2. Análisis y detección de enfermedades en plantas

Las deficiencias de nutrición en las plantas son expresadas de distintas
maneras en diferentes especies y ambientes de crecimiento, lo cual, hace
que una evaluación unificada estándar sea dif́ıcil. Adicionalmente, existen
limitaciones biológicas con deficientes de nutrientes en las plantas que pue-
den ocurrir concurrentemente (Li et al., 2020). El análisis rápido y preciso
de las plantas requiere una segmentación efectiva de la parte de interés de
la planta. (Asefpour Vakilian and Massah, 2017).

Los ı́ndices de vegetación son algoritmos que se enfocan en estimar la
cobertura vegetal verde fraccional mediante la estimación indirecta de la
superficie de vegetación a través de operaciones de álgebra lineal entre
máscaras de imagen como rojo, verde y azul, o bandas hiperespectrales
(Gao et al., 2020).

NGBVI es un ı́ndice de vegetación que se enfoca en resaltar las variacio-
nes que puedan existir en las hojas de plantas por medio de las máscaras
verde y azul. (Yee-Rendon et al., 2021). Su expresión matemática se mues-
tra en la Ecuación (2.1).

NGBI = (V ERDE − AZUL)/(MAX(V ERDE − AZUL)) (2.1)

NRBVI es otro ı́ndice de vegetación que se enfoca en resaltar las variaciones
que puedan existir en las hojas de plantas por medio de las máscaras roja
y azul, este ı́ndice también ayuda a descartar ṕıxeles que no son vegeta-
ción en el entorno del invernadero (Yee-Rendon et al., 2021). Su expresión
matemática se muestra en la Ecuación (2.2).

NRBV I = (ROJO − AZUL)/(MAX(ROJO − AZUL)) (2.2)

2.1.3. Segmentación

La segmentación de imágenes es el proceso de separar o agrupar una
imagen en diferentes partes. Actualmente, existen muchas formas diferen-
tes de realizar la segmentación de imágenes, que van desde la desde un
simple método de umbral hasta métodos avanzados de segmentación de
imágenes en color (Singh, 2016). Una de las técnicas más utilizadas es el
método de selección de umbral a partir de un histograma en escala de gri-
ses (OTSU, 1979).
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2.1.4. Extracción y selección de caracteŕısticas

Una caracteŕıstica de interés en una imagen de una planta, por ejemplo
una hortaliza, está relacionado con el color, la forma, el tamaño, la com-
posición, el sabor o un defecto. Los vectores de caracteŕısticas representan
una imagen o parte de ella reteniendo información útil mientras que la
redundante se deja de lado. Se utilizan para detección y clasificación de
objetos en imágenes digitales (Naik, 2017).

Las caracteŕısticas de Gabor, el filtro de Gabor, los patrones binarios
locales, la transformada discreta de Fourier, la derivada de primer orden
del gradiente medio, la derivada de segundo orden de Laplacian media, la
media y la desviación estándar son métodos t́ıpicos para la extracción de
caracteŕısticas. Otros métodos, como la extracción de caracteŕısticas pro-
fundas, que se basa en redes neuronales profundas, son útiles cuando la
estructura de datos es compleja.(Frederic et al., 2019).

Una de las principales caracteŕısticas que se observan en procesos de
reconocimiento de patrones en plantas es la textura. Podemos reconocer la
textura fácilmente cuando la vemos, su definición no es tan sencilla (Tucer-
yan and Jain, 1993). Textura es la denominación utilizada con el propósito
de caracterizar la superficie de un fenómeno u objeto. En imágenes, la tex-
tura es en esencia una propiedad de vecindario (Unser, 1986). Su estructura
se atribuye a los patrones repetitivos en los que sus elementos están dis-
tribuidos de acuerdo a alguna regla de distribución (Tuceryan and Jain,
1993). Según (Vijayakumar, 2020) hay cuatro tipos de métodos que se uti-
lizan para describir la textura, métodos estad́ısticos, métodos estructurales,
métodos basados en modelos y métodos basados en transformación.

La matriz de co-ocurrencia a niveles de escala de grises (GLCM, por sus
siglas en inglés), es una matriz que describe la frecuencia en que un nivel
de intensidad de gris aparece en relación con otro valor de gris con una re-
lación de posición espećıfica, dentro del área de una ventana determinada.
En resumen, es la manera en que los valores de los ṕıxeles ocurren uno al
lado de otro en una ventana (Presutti, 2004).

La GLCM considera la relación espacial entre dos ṕıxeles, a los que se les
denomina como pixel de referencia y pixel vecino. Cada uno de estos ṕıxeles
ubicados dentro de la ventana se va siendo el nuevo pixel de referencia
sucesivamente, iniciando con el ubicado arriba a la izquierda y terminando
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con el ubicado abajo a la derecha. Los ṕıxeles ubicados en el margen de
la imagen original, tienden a no ser usados en los cálculos debido a las
restricciones que tienen estas posiciones.

Figura 2.3: Representación visual del recorrido de la comparación de ṕıxeles, posición
por posición y matriz resultante para una comparación de 9 posiciones.

La Figura 2.3, representa el recorrido comentado en el párrafo anterior
de la comparación de ṕıxeles, posición por posición y matriz resultante pa-
ra una comparación de 9 posiciones.

Las posibles combinaciones de niveles de grises se colocan en una nue-
va matriz. Existen, por lo tanto, diferentes matrices de co-ocurrencia para
cada relación espacial, según se considere el vecino de arriba, al costado o
en diagonal. Después de obtener esta matriz, se le suma su transpuesta y
se obtiene una matriz simétrica. Por último, se normaliza obteniendo aśı
la matriz que contiene la probabilidad de ocurrencia de las configuraciones
de color en la imagen. A partir de esta matriz de probabilidad se pueden
hacer los cálculos necesarios para las caracteŕısticas de homogeneidad, di-
similaridad, entroṕıa, etc(Presutti, 2004).

Las ecuaciones con las que se calculan las caracteŕısticas a partir de la
matriz de probabilidades según (Presutti, 2004) son las siguientes:
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Homogeneidad
N−1∑
i,j=0

Pi,j

1 + (i− j)2
(2.3)

N−1∑
i,j=0

Pi,j (i− j)2 (2.4)

Disimilaridad
N−1∑
i,j=0

Pi,j |i− j| (2.5)

Entroṕıa
N−1∑
i,j=0

−Pi,jln (Pi,j) (2.6)

Correlación
N−1∑
i,j=0

Pi,j

[
(i− µi) (j − µi)√

(σ2
i ) (σ

2
i )

]
(2.7)

ASM(Angular Second Moment)

N−1∑
i,j=0

P 2
i,j (2.8)

En las ecuaciones 2.3, 2.4, 2.5, 2.6, 2.7 y 2.8 se tiene Pi,j como la pro-
babilidad de ocurrencia delos valores de gris i y j, para una distancia dada.

Los histogramas de sumas y diferencias fueron introducidos como una
alternativa para los métodos usuales para el análisis de textura (Unser,
1986), los cuales están basados en matrices de co-ocurrencia como el de la
GLCM descrito anteriormente.

Tómese en cuenta una imagen rectangularKxL denotada por yk,l, donde
(k = 1, ..., K; l = 1....L) y G = 1, 2, ..., Ng, con Ng representando los niveles
de grises cuantificados de la imagen. Entonces, consideramos dos elementos
de una imagen en posiciones relativas por un par de distancias (d1, d2) como
las ecuaciones 2.9 y 2.10 respectivamente (Unser, 1986):

y1 = yk,l (2.9)

y2 = yk+d1,l+d2 (2.10)
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El desplazamiento relativo (d1, d2) es equivalentemente caracterizado
como una distancia d en unidades radiales y un ángulo Θ con respecto al
eje horizontal. Entonces, la función de probabilidad de unión discreta de
estas dos variables que representan un punto en la imagen es P (y1, y2). Y la
probabilidad de observar los niveles de gris i, j en una posición relativa fija
de dos ṕıxeles especificada por (d1, d2) es la representación que podemos
observar en la ecuación 2.11 (Unser, 1986) :

Prob{yk,l = i, yk+d1,l+d2 = j} = P (i, j; d1, d2) = P (i, j) (2.11)

La suma y la diferencia no normalizadas, asociados con el desplazamien-
to relativo (d1, d2), se definen como lo podemos ver en las ecuaciones 2.12
y 2.13 respectivamente.

sk,l = yk,l + yk+d1,l+d2 (2.12)

dk,l = yk,l − yk+d1,l+d2 (2.13)

Por lo tanto, el rango de la suma y diferencia es generalmente el doble
del rango del tamaño original.

Los histogramas de sumas y diferencias(hs y hd) con parámetros (d1, d2)
sobre el dominio(D) están definidos según las ecuaciones 2.14 y 2.15 res-
pectivamente.

hs(i; d1, d2) = hs(i) = Card{(k, l) ∈ D, sk,l = i} (2.14)

hd(j; d1, d2) = hd(j) = Card{(k, l) ∈ D, dk,l = j} (2.15)

El número total de la cuenta seŕıa descrito por la ecuación 2.16.

N = Card{D} =
∑
i

hs(i) =
∑
j

hd(j) (2.16)

Los histogramas de sumas y diferencias normalizados estaŕıan dados
entonces matemáticamente como las ecuaciones 2.17 y 2.18 los describen.

p̂s(i) = hs(i)/N ; (i = 2, ..., 2Ng) (2.17)

p̂d(j) = hd(j)/N ; (j = −Ng + 1, ..., Ng − 1) (2.18)

Existen ocasiones en las que surge la necesidad de reducir la cantidad
de caracteŕısticas utilizadas para describir la textura. La información es-
tad́ıstica puede ser extráıda a partir de ecuaciones basadas en los histogra-
mas obtenidos (Unser, 1986).
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En la Tabla 2.1 podemos ver las ecuaciones que corresponden a las dis-
tintas caracteŕısticas de textura generalmente utilizadas. Podemos verlas
en distintos formatos, tanto para los métodos con matrices de ocurrencias
y el método del que hablamos en cuestión, que es el método de histogramas
de sumas y diferencias (Unser, 1986).

Tabla 2.1: Fórmulas para extracción de caracteŕısticas para los métodos de matrices de
co-ocurrencia y los histogramas de sumas y diferencias

Caracteŕıstica
de textura

Matriz de co-ocurrencias Histogramas de sumas y diferencias

Media
∑

i

∑
j i · p̂(i, j)

1
2

∑
i i · p̂s(i) = µ

Varianza
∑

i

∑
j(i− µ)2 · p̂(i, j) 1

2
{
∑

i(i− 2µ)2 · p̂s(i) +
∑

j j
2 · p̂d(j)}

Enerǵıa
∑

i

∑
j p̂(i, j)

2
∑

i p̂s(i)
2 ·

∑
j p̂d(j)

2

Correlación
∑

i

∑
j(i− µ) · (j − µ) · p̂(i, j) 1

2
{
∑

i(i− 2µ)2 · p̂s(i)−
∑

j j
2 · p̂d(j)}

Entroṕıa
∑

i

∑
j −p̂(i, j) · log(p̂(i, j)) −

∑
i p̂s(i) · log{p̂s(i)} −

∑
j p̂d(j) · log{p̂d(j)}

Contraste
∑

i

∑
j(i− j)2 · p̂(i, j)

∑
j j

2 · p̂d(j)
Homogeneidad

∑
i

∑
j

1
1+(i−j)2

· p̂(i, j)
∑

j
1

1+j2
· p̂d(j)

2.1.5. Conceptos y técnicas básicas de aprendizaje de máquina

Un patrón es la representación de una relación estad́ıstica entre señales
y se obtiene mediante el análisis matemático de ejemplos de señales adqui-
ridas previamente. Por lo que, un patrón representa a una clase de señales,
que a su vez representa una clase de entidades individuales (objetos, accio-
nes, eventos, procesos, etc.). Normalmente, se asocia una etiqueta a cada
patrón que indica el nombre de la clase correspondiente. Los patrones se ob-
tienen a partir de la extracción de caracteŕısticas distintivas o atributos de
dichas entidades, normalmente del medio ambiente, por lo que las señales
casi siempre contienen caracteŕısticas que no aportan al proceso de apren-
dizaje y se requiere reducir la información obtenida, de tal forma que se
representen solo los rasgos significativos de las clases (Reyes Garćıa, 2017).

El reconocimiento de patrones consiste en clasificar una o varias señales
desconocidas en la clase correspondiente. Un sistema de reconocimiento de
patrones se construye a partir de analizar y manipular instancias o ejem-
plos de un problema. La construcción de este tipo de sistemas tiene dos
etapas principales: diseño y evaluación. En la primera se generan reglas de
decisión para clasificar instancias del problema y en la segunda se verifica
de forma intensiva que dichas reglas sean apropiadas para tomar buenas
decisiones (Reyes Garćıa, 2017).
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Matemáticamente, la clasificación consiste en partir un espacio n-dimensional,
con una dimensión por cada caracteŕıstica relevante, y cada región de este
espacio corresponde a una clase determinada (Reyes Garćıa, 2017).

El aprendizaje automático es un campo muy dinámico de la inteligencia
artificial que ha experimentado avances significativos a lo largo de los años.
Se han creado varias técnicas para aplicaciones en el mundo real. Las técni-
cas de aprendizaje de máquina son potentes algoritmos capaces de resolver
una gran variedad de problemas. Actualmente, la dificultad principal recae
en el tamaño y calidad de los conjuntos de datos disponibles para entrenar
y validar los modelos (Arnal Barbedo, 2019).

Para este trabajo de investigación, se emplearon cinco técnicas de apren-
dizaje automático: k-vecinos más cercanos (KNN, por sus siglas en inglés
de K-Nearset Neighbor), máquinas de soporte vectorial(SVM, por sus si-
glas en inglés de Support Vector Machine), redes neuronales artificiales
(ANN, por sus siglas en inglés de Artificial Neural Network), árboles de
decisión(DT, por sus siglas en inglés de Decision Tree) y bosque aleato-
rio(RF, por sus siglas en inglés de Random Forest).

Dentro del aprendizaje de máquina existen tres principales tipos de
aprendizaje: aprendizaje supervisado, no supervisado, y por refuerzo. Nos
enfocaremos en describir las técnicas de aprendizaje supervisado y no su-
pervisado.

En el caso del aprendizaje supervisado, se generan modelos que utilizan
un conjunto de instancias etiquetadas para relacionar los datos que en-
tran(caracteŕısticas) con los que salen(etiquetas), o, en otras palabras, los
modelos se ajustan a un conjunto de instancias de entrenamiento con las
que aprenden la relación entre una entrada y su salida deseada. Este tipo
de aprendizaje puede tener entonces dos tipos de modelo en función de su
salida. Si su salida es un valor de un espacio continuo, estamos hablando
de un modelo de regresión, en cambio, si su salida es un valor categórico,
entonces es un modelo de clasificación. Algunos ejemplos de técnicas de
aprendizaje supervisado son: k-vecinos más cercanos (KNN, por sus siglas
en inglés de K-Nearset Neighbor), máquinas de vectores de soporte (SVM
por sus siglas en inglés de Support Vector Machine), redes neuronales ar-
tificiales, entre otras.

El método de los k-vecinos más cercanos es una de las técnicas de cla-
sificación supervisada más simples y fundamentales. Consiste en calcular
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las distancias entre una nueva instancia y las instancias existentes, y lue-
go ordenar esas distancias de menor a mayor para determinar a qué clase
pertenece la instancia. La clase asignada será aquella que tenga la mayor
frecuencia entre las instancias más cercanas en distancia (J. M. Keller and
Givens, 1985). En el algoritmo KNN, se considera que las instancias que
se encuentran cerca unas de otras son vecinos. El número de vecinos más
cercanos a examinar se especifica mediante el valor de k. En situaciones
donde se produce un empate entre dos o más clases, es recomendable apli-
car reglas heuŕısticas para desempatar. Por ejemplo, se puede seleccionar
la clase que contiene al vecino más cercano, o elegir la clase con una distan-
cia media menor entre los vecinos, entre otras posibles reglas. Estas reglas
ayudan a asignar una clase definitiva a la instancia en cuestión cuando hay
ambigüedad en la clasificación.

En los últimos años, las máquinas de soporte vectorial se han converti-
do en una de las técnicas de aprendizaje automático más utilizadas para
problemas de clasificación binaria, y también se han extendido a proble-
mas de clasificación múltiple y regresión. La idea principal de las MVS
es encontrar un hiperplano entre los diversos hiperplanos que separan las
clases, que maximice el margen entre los vectores de soporte. Los vectores
de soporte son un subconjunto de datos que corresponden a las instancias
más cercanas de las clases y definen la posición del hiperplano (Wanjun
and Xiaoguang, 2010). Cuando el problema de clasificación no puede ser
separado de manera lineal, la técnica de SVM recurre al uso de una función
de kernel. Esta función se encarga de mapear las instancias a un espacio de
caracteŕısticas de mayor dimensión, donde las instancias se vuelven lineal-
mente separables. Al aplicar una función de kernel, como el polinómico, el
de base radial o la función sigmoidal, las SVM pueden abordar problemas
de clasificación no lineal al encontrar un hiperplano de separación óptimo
en el espacio transformado.

Las redes neuronales artificiales son modelos que imitan el funcionamien-
to de las neuronas en el cerebro humano. Estas redes están compuestas por
unidades de procesamiento organizadas en estructuras interconectadas lla-
madas capas. Una red neuronal artificial se forma por una o más capas. En
la literatura especializada se distinguen tres tipos de capas según su fun-
ción: la capa de entrada, la capa intermedia y la capa de salida. Cada capa
está formada por un conjunto de nodos, también conocidos como neuro-
nas. Estos nodos reciben las entradas de la capa anterior y generan salidas
que se convierten en las entradas de la siguiente capa. La capa de entrada
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recibe las instancias a procesar, mientras que la capa de salida produce
los resultados finales de la red. Las capas intermedias se encuentran entre
la capa de entrada y la capa de salida, y ofrecen flexibilidad a la red, ya
que desconocen tanto las entradas como las salidas, permitiendo que la red
crezca en profundidad y complejidad (Bis, 2011).

Los árboles de decisión son estructuras jerárquicas que generan decisio-
nes secuenciales, de ah́ı su denominación como “árboles”. Los componentes
fundamentales de los árboles de decisión son los nodos de decisión y los
nodos hoja. Los nodos de decisión representan las caracteŕısticas de las
instancias en el conjunto de datos. A partir de los nodos de decisión se
generan ramas, una por cada posible valor de las caracteŕısticas, y cada
rama se conecta a otro nodo de decisión o a un nodo hoja. Los nodos hoja
representan las clases a las que pertenecen las instancias. En esta técnica,
se utiliza la estrategia “divide y vencerás” para descomponer el problema
en subproblemas más pequeños y manejables. Los árboles de decisión ofre-
cen un enfoque sistemático y estructurado para la toma de decisiones al
organizar la información de manera jerárquica, permitiendo una interpreta-
ción clara y lógica de las reglas de decisión (Gavankar and Sawarkar, 2017).

El bosque aleatorio es una técnica que consiste en combinar un conjun-
to de árboles de decisión entrenados de manera independiente. Cada árbol
de decisión en el bosque contiene diferentes evaluaciones en sus nodos. El
objetivo de esta técnica en un problema de clasificación es obtener pre-
dicciones más precisas. La predicción se obtiene al seleccionar la clase que
obtiene la mayoŕıa de votos entre todos los árboles del bosque. La técnica
del bosque aleatorio genera una serie de árboles de decisión, donde cada
árbol es entrenado utilizando un conjunto de instancias de entrenamiento.
Luego, las predicciones de estos modelos se combinan mediante el método
de votación mayoritaria. Al combinar múltiples árboles de decisión entre-
nados de forma independiente, el bosque aleatorio aprovecha la diversidad
de los modelos para mejorar la precisión de las predicciones. Esta técnica
es ampliamente utilizada en problemas de clasificación para obtener resul-
tados más robustos y confiables (Breiman, 2017).

Por otra parte, el aprendizaje no supervisado genera modelos en los que
se utilizan conjuntos de instancias no etiquetadas con el objetivo de aumen-
tar el conocimiento estructural de los conjuntos, para casos como, agrupar
los datos según su similitud, extraer la estructura interna de forma en que
se distribuyen los datos en el espacio original, o simplificar la estructura
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de los datos manteniendo solamente sus caracteŕısticas fundamentales. Un
ejemplo de técnica de este tipo de aprendizaje es K-medias (k-means en
inglés). El K-means utiliza datos no etiquetados para su clasificación. El
principio de este clasificador es encontrar grupos en los datos, con el núme-
ro de grupos representado por la variable K. El clasificador de K-media
funciona de forma iterativa para asignar cada punto de datos a uno de
los K grupos en función de las caracteŕısticas proporcionadas. Luego, los
puntos de datos se agrupan en función de la similitud de caracteŕısticas
(Bis, 2011).

2.1.6. Conceptos relacionados con la agricultura de precisión

Se le denomina agricultura de precisión al conjunto de técnicas orienta-
das a optimizar el uso de insumos agŕıcolas en función de la cuantificación
de la variabilidad espacial y temporal de la producción agŕıcola (Roel and
Terra, 2013). Es una adaptación de tecnoloǵıas, dispositivos y métodos
emergentes en la agricultura para mejorar la productividad de los cultivos.
Los dispositivos como cámaras, sensores, dispositivos wifi, etc. con tecno-
loǵıas como aprendizaje de máquina, visión por computadora, Internet de
las cosas, etc. se utilizan para desarrollar el sistema de apoyo a la toma
de decisiones que controla y gestiona automáticamente la productividad
de los cultivos (Singh et al., 2019). La fitopatoloǵıa es la ciencia dedica-
da al estudio de las enfermedades o patógenos padecidos por las plantas.
Comprende el ciclo de vida, crecimiento y muerte de las plantas y el cómo
las enfermedades que padecen son influenciadas por factores tanto bióticos
como abióticos. Actualmente, existen muchos estudios para el análisis y
detección de virus utilizando imágenes digitales de plantas con algoritmos
de visión por computadora y técnicas de aprendizaje de máquina.

El virus rugoso del tomate (ToBRFV por sus siglas en inglés de To-
mato Brown Rugose Fruit Virus) presenta śıntomas en frutos en forma
de coloración amarilla, manchas verdes, malformación de frutos, estriado
verde, manchas irregulares color marrón, hojas con mosaicos y moteado
amarillento (Nolasco-Garćıa et al., 2020). El ToBRFV se puede presentar
en las especies de vegetales tales como tomate (Solanum lycopersicum),
chile (Capsicum sp.) y berenjena (Solanum melongena) (SADER, 2018).

Los śıntomas del ToBRFV son los descritos a continuación la producción
(Caades, 2015).
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necrosis del pedúnculo y cáliz

Amarillamiento de las hojas.

Tallos y hojas secos.

Manchas amarillas en hojas y frutos.

Rugosidad en hojas y frutos.

Textura en forma de ampollas en hojas.

El virus puede permanecer estable en semillas, restos de plantas y en
suelos durante meses o años. Frecuentemente, los frutos reducen su tamaño.
Cuanto más precoz es la infección, mayor es la repercusión en la producción
(Caades, 2015).

Por otra parte, podemos observar los śıntomas del virus ToBRFV en el
órgano distintivo del fruto. Algunos ejemplos se ilustran en la Figura 2.4.

Figura 2.4: Śıntomas del ToBRFV en hojas, a) varios śıntomas, b) Necrosis, c) Enros-
camiento y d) Ampollas. Tomadas de https://gd.eppo.int/taxon/TOBRFV/photos.
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En la Figura 2.5 podemos ver ejemplos de los śıntomas que presentan
los frutos debido al virus rugoso del tomate.

Figura 2.5: Śıntomas del ToBRFV en frutos. Tomada de (SAGARPA SENASICA,
2018).

La infección del ToBRFV se basa en la dispersión de larga distancia
por medio del movimiento de semillas infectadas de un páıs a otro, y en
la dispersión a corta distancia mediante operadores, insectos polinizadores
y el contacto de planta a planta que representa el aspecto más peligroso
para la rápida propagación del ToBRFV (Davino et al., 2020).

2.2. Estudio de técnicas recientes para la detección

de enfermedades en plantas

A continuación, se describen algunos trabajos del estado del arte rela-
cionados con el objeto de estudio del presente trabajo de investigación.

Phadikar y Sil en (Phadikar and Sil, 2008) analizaron dos enfermeda-
des que afectan a los cultivos de arroz mediante imágenes digitales, para
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ello, transformaron las imágenes a un espacio de color HSI, y aplicaron una
técnica de segmentación utilizando un umbral basado en entroṕıa. Después,
a las imágenes segmentadas se les aplicó un detector, y luego las manchas
se detectan utilizando la intensidad de los componentes verdes.

Yao et al. en (Yao et al., 2009) propusieron un método para identificar
y clasificar tres tipos de enfermedades que afectan a los cultivos de arroz.
Una imagen es segmentada por el método de Otsu, después las regiones
enfermas son aisladas. Las caracteŕısticas de color, forma y textura son
extráıdas, este último proviene del espacio de color HSV. Finalmente, las
caracteŕısticas obtenidas son la entrada para un modelo de clasificación
basado en una máquina de soporte vectorial.

Kurniawati et al. (Kurniawati et al., 2009) propusieron un método para
identificar y etiquetar tres tipos diferentes de enfermedades que afectan a
los cultivos de arroz. Utilizaron la umbralización como técnica de segmen-
tación de las regiones sanas y enfermas. Wang y col. en (Kurniawati et
al., 2009) desarrollaron un método para discriminar entre pares de enfer-
medades en el trigo y vides. Las imágenes fueron segmentadas utilizando
K-means, y luego 50 caracteŕısticas de color, forma y textura son extráıdos.
El trabajo propuesto por Macedo-Cruz et al. en (Macedo-cruz, 2011) ana-
lizó el daño causado por las heladas en los cultivos de avena. Primero realizó
una conversión de RGB al espacio de color L ∗ a ∗ b. Los autores emplea-
ron tres estrategias de umbral diferentes: El método de Otsu, el algoritmo
Isodata y el umbral difuso.

En el 2013, Arivazhagan et al. (Arivazhagan S., 2013) propusieron un
sistema para la detección y clasificación de enfermedades en hojas de plan-
tas, las cuales pueden clasificarse ampliamente en tres tipos: bacterianas,
fúngicas y virales. El esquema de procesamiento desarrollado consta de
cuatro pasos principales, el primero paso es crear una estructura de trans-
formación de color para una imagen RGB de entrada, luego se enmascaran
y eliminan los ṕıxeles verdes utilizando un valor de umbral espećıfico, se-
guido de un proceso de segmentación, las estad́ısticas de textura se calculan
para los segmentos útiles, finalmente las caracteŕısticas extráıdas son las
entradas a un clasificador basado en una máquina de soporte vectorial.
El conjunto de datos que se utilizó fue de aproximadamente 500 hojas de
plantas de plátano, frijoles, yaca, limón, mango, papa, tomate y sapote. La
exactitud del modelo de clasificación alcanzó un 94%.
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En 2016, Singh y Misra (Singh, 2016) realizaron un estudio comparativo
de diferentes técnicas de calificación. Para la extracción de caracteŕısticas
utilizaron el método de coocurrencia del color, en la cual, tanto la textura
como el color de la imagen son consideradas como las únicas caracteŕısticas.
Todos los experimentos se realizaron en MATLAB. Para datos de entra-
da de enfermedades, muestras de plantas, hojas como rosa con enfermedad
bacteriana, hojas de frijoles con enfermedad bacteriana, hojas de limón con
quemaduras solares, hoja de plátano con enfermedad de quemadura tem-
prana y enfermedad fúngica en hoja de frijol. Primero se utilizó el método
de clasificación K-means que mostró una exactitud del 86.54%. Luego se
utilizó el método SVM con el que se obtuvo una exactitud del 95.71%.
Xuebin Bai et al. (Bai et al., 2017) propusieron un método de segmenta-
ción de agrupamiento difuso basado en vecindario información en escala de
grises para analizar imágenes con enfermedades de la mancha de la hoja
del pepino. Para evaluar la solidez y precisión del método de segmentación
propuesto, se realizaron pruebas con 129 imágenes de enfermedades del pe-
pino. Los resultados muestran que el error de segmentación promedio fue
de solo 0,12%.

Jiaquan Chen et al. (Chen et al., 2017) desarrollaron un método de
segmentación que integra la información espacial en el proceso de estable-
cimiento de umbrales. El método propuesto utiliza la entroṕıa local de un
ṕıxel para caracterizar su información espacial. La entroṕıa local de un
ṕıxel puede representar la variedad de nivel de gris en un vecino. El nivel
de gris y la entroṕıa local se utilizan juntos para construir un histograma
bidimensional, que se denomina histograma GLLE. Un método de umbral
bidimensional basado en el histograma GLLE se obtiene maximizando la
entroṕıa Tsallis del objeto y el fondo.

En 2017, Islam et al. (Islam et al., 2017) extrajeron 10 caracteŕısticas de
color y textura para la clasificación de enfermedades en plantas. Se utilizó
la Matriz de Coocurrencia de Niveles de Grises (GLCM) para extraer ca-
racteŕısticas estad́ısticas de la textura como el contraste, la correlación, la
enerǵıa y la homogeneidad. Además, a partir de los histogramas de los pla-
nos de color se calcularon indicadores numéricos como media, desviación
estándar, entroṕıa, sesgo y enerǵıa. La técnica de segmentación se basó en
un conjunto de máscaras generadas mediante el análisis de los componentes
de color y luminosidad de diferentes regiones de las imágenes en espacios
de color L ∗ a ∗ b. Con este enfoque en la segmentación y utilizando SVM
para la clasificación de enfermedades en 300 imágenes de hojas de papa
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provenientes del conjunto de datos ‘Plant Village’ (100 sanas y 200 enfer-
mas) se obtuvo una exactitud del 95%.

En el 2018, Sengar et al. (Sengar et al., 2018) presentaron un método pa-
ra la identificación y cuantificación de la enfermedad de cenicilla (powdery
mildew) en imágenes de hojas de cultivos de cerveza, para ello, utiliza-
ron un umbral basado en la intensidad adaptativa para la segmentación
automática del área afectada por la enfermedad a partir de imágenes de
hojas. El método propuesto se probó en un conjunto de imágenes de hojas
de cultivos de cerezas, 50 imágenes de hojas sanas y 50 de hojas enfermas,
y alcanzó una exactitud del 99%.

Peng Wang et al. (Wan et al., 2018) propusieron un método para de-
tectar los niveles de madurez (verde, naranja y rojo) de tomates frescos
de mercado (variedades Roma y Pera) combinando el valor del color de
la caracteŕıstica con un clasificador basado en redes neuronales. Se diseñó
un dispositivo de detección de madurez basado en tecnoloǵıa de visión por
computadora espećıficamente para adquirir las imágenes de tomate en el
laboratorio. Las imágenes de tomate fueron procesadas y los objetivos de
los tomates se obtuvieron con base en procesamiento de imágenes. Después
de eso, se utilizaron los ćırculos máximos inscritos en la superficie de los
tomates para determinar la región de extracción del color de la caracteŕısti-
ca. La región de extracción se dividió en cinco subregiones de colores en la
misma área con ćırculos concéntricos de diferentes radios. Los valores de
color de las funciones RGB y HSI se extrajeron de las áreas de color de la
caracteŕıstica (FCA por sus siglas en inglés). Luego, los valores de color B
y H de los FCA se consideraron como el valor de la caracteŕıstica de color
del tomate. Finalmente, se adoptó un clasificador, utilizó tres capas para
clasificar el nivel de madurez de dos variedades de tomate diferentes. Los
resultados de esta investigación muestran que la tasa de precisión para este
método de extraer los valores de H del tomate imagen y luego detectar y
clasificar los niveles de madurez de las muestras de tomate fue del 99,31%.

En una revisión realizada por Rehman et al. (Rehman et al., 2019), se
concluyó que la técnica de aprendizaje de máquina basada en SVM tie-
ne éxito y se aplica en diferentes áreas de los sistemas de visión artificial
agŕıcola, como la detección de enfermedades de las plantas. Otros algorit-
mos estad́ısticos de aprendizaje de máquina que pueden usarse potencial-
mente para los sistemas de visión artificial agŕıcolas, según esta revisión,
incluyen árboles de decisión, bosques aleatorios y regresión loǵıstica.
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En 2019, Abdu et al. (Abdu et al., 2019) probaron que la aplicación
del concepto patológico permite cuantificar las áreas de lesión de la en-
fermedad real de acuerdo con su verdadera analoǵıa. Con esto, se pueden
rastrear las caracteŕısticas del patrón individual de cada lesión a lo largo
de la superficie de la hoja y luego se pueden extraer las caracteŕısticas
para caracterizarlas mediante el aprendizaje automático. Los resultados
obtenidos son alentadores, localizando y cuantificando con éxito lesiones
de enfermedades individuales. Esto también indica la aplicabilidad del en-
foque propuesto en la discriminación de enfermedades de las plantas en
función de su disimilitud analógica. Además, brinda oportunidades para la
identificación y detección tempranas de cambios finos en el crecimiento de
las plantas, la etapa de la enfermedad y la estimación de la gravedad para
ayudar al diagnóstico de cultivos en la agricultura de precisión.

Shruthi et al. (Shruthi et al., 2019) realizaron una revisión donde se llevó
a cabo un estudio comparativo sobre cinco tipos de técnicas de clasifica-
ción de aprendizaje automático para el reconocimiento de enfermedades
de las plantas. Las técnicas comparadas fueron SVM, Redes Neuronales
Artificiales (ANN o RNA), KNN, clasificador de tipo Fuzzy y aprendizaje
profundo CNN (Convolutional Neural Network). La extracción de carac-
teŕısticas se realizó mediante la matriz de coocurrencia a escala de grises
(GLCM). El resultado mostró que el clasificador CNN detecta una mayor
cantidad de enfermedades con alta exactitud (mayor al 96% en todos los
casos de estudio de este trabajo).

En un estudio propuesto por Arthur Z. da Costa (Arthur et al., 2019)
analizaron la detección de defectos externos en tomates utilizando apren-
dizaje profundo. Los autores construyeron un conjunto de datos de 43,843
imágenes tomates con defectos externos. El conjunto presenta un alto gra-
do de desbalance hacia la clase sana (aquellas imágenes que no presentan
defectos externos). Se entrenaron modelos de clasificación basados en redes
neuronales residuales profundas (ResNet) que son capaces de detectar de-
fectos externos mediante aprendizaje por transferencia con las dos técnicas,
extracción de caracteŕısticas y fine-tuning. Los resultados muestran que los
modelos entrenados con la técnica fine-tuning tuvieron mejores resultados
que con la de extracción de caracteŕısticas, revelando el beneficio de entre-
nar capas adicionales cuando hay suficientes muestras de datos disponibles.
El mejor modelo fue un ResNet50 con todas sus capas reentrenadas. Este
modelo logró una precisión promedio del 94: 6% en el conjunto de prueba.
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La investigación realizada en 2020 por Nturambirwe y Opara (Frederic
et al., 2019) ha demostrado que los métodos de aprendizaje de máquina
son efectivos para mejorar la precisión de la detección, ya sea al permitir la
fusión de datos y sensores, al permitir la reducción de la dimensionalidad
de los datos o la extracción de caracteŕısticas. Permiten un procesamiento
espectral y de imágenes más rápido que los métodos de segmentación tra-
dicionales, la detección y automatización de objetos más rápida se vuelve
muy factible mediante algoritmos de aprendizaje entrenados como ANN,
SVM, CNN, entre otros.

Vijayakumar (Vijayakumar, 2020), logró diagnosticar enfermedades del
arroz, el banano y la caña de azúcar mediante métodos de visión artificial
y aprendizaje automático tales como el Sistema de Inferencia Adaptativo
Neuro Fuzzy (ANFIS). La detección asistida por computadora usando seg-
mentación se realiza usando la técnica de umbral para localizar el lugar
enfermo de la imagen previamente procesada. Al final utilizó la curva del
receptor de caracteŕısticas operativas (ROC) para evaluar el esquema su-
gerido y se obtuvo una exactitud del 97.5%.

Recientemente, Yee-Rendon et al. (Yee-Rendon et al., 2021) propusieron
una nueva metodoloǵıa de análisis predictivo para identificar los śıntomas
visuales del virus del mosaico del tabaco (TMV) y el virus de la vena amari-
lla del pimiento huasteco (PHYVV) en chile jalapeño (Capsicum annuum)
usando procesamiento de imágenes y modelos de clasificación de apren-
dizaje profundo. El enfoque de procesamiento de imágenes se basó en el
uso del Índice de Vegetación Rojo-Azul Normalizado (NRBVI) y el Índi-
ce de Vegetación Verde-Azul Normalizado (NGBVI) como nuevos ı́ndices
de vegetación basados en RGB. Para la clasificación se utilizaron mode-
los basados en CNN los cuales fueron entrenados usando el Gradiente del
Descenso Estocástico (SGD por su nombre en inglés Stochastic Gradient
Descent). Los modelos fueron VGG-16 obteniendo una exactitud promedio
del 73.3%, Xception con 83.3%, Inception v3 con 82.3% y MobileNet v2
con 77.5%.
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Caṕıtulo 3

Metodoloǵıa

En este caṕıtulo se presenta la propuesta metodológica para este tra-
bajo de investigación. La cual tiene como propósito desarrollar un sistema
de identificación y clasificación de enfermedades en plantas utilizando una
metodoloǵıa de visión por computadora para el procesamiento de imágenes
y la aplicación de técnicas de aprendizaje de máquina para la creación de
modelos de clasificación.

Se utilizarán las hojas como principales órganos distintivos. Algunos
śıntomas de ToBRFV en las hojas de tomate incluyen:

Manchas cloróticas o patrones de mosaico en las hojas

Curvatura o distorsión de las hojas

Amarillamiento de las hojas

Necrosis o muerte del tejido de la hoja

Manchas o lesiones marrones en las hojas

Rugosidad en forma de ampollas

Enanismo del crecimiento de la planta

Reducción del rendimiento de los tomates

En la Figura 3.1 se puede ver un esquema de una metodoloǵıa de visión
por computadora general y los módulos con los que esta cuenta.
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Figura 3.1: Diagrama de la metodoloǵıa general de un proceso de clasificación de imáge-
nes de plantas o enfermedades en plantas.

3.1. Propuesta metodológica

La propuesta metodológica para este trabajo de investigación se mues-
tra en la Figura 3.2. La primera etapa es la adquisición de imágenes, la cual
es fundamental en cualquier sistema de detección y clasificación debido a
que las imágenes deben de tener la calidad suficiente para poder extraer
caracteŕısticas distintivas del problema en cuestión. Se propone hacer una
búsqueda exhaustiva de repositorios libres con los cuales poder trabajar.
Sin dejar de lado el trabajo de campo, ya que, debido a la novedad del virus
rugoso del tomate, la disponibilidad de repositorios de calidad es limitada,
sino que nula.
La siguiente etapa es el preprocesamiento, en esta etapa se analizan las
técnicas que permiten la reducción de ruido y realzan los detalles.

En la etapa de segmentación el objetivo es aislar el objeto de interés del
resto de la imagen. Para esta etapa se implementarán técnicas basadas en
el color de la imagen. En particular, se utilizó la técnica de segmentación
OTSU.

Para el caso de la extracción de caracteŕısticas se utilizarán técnicas
descritas en el estado del arte con el fin de obtener un conjunto de ca-
racteŕısticas idóneas para diferenciar los tipos de objetos y clases entre śı.
Para finalizar tenemos la clasificación, en ella se exploran variadas técnicas
de aprendizaje de máquina para el desarrollo de modelos de clasificación.
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Figura 3.2: Propuesta metodológica de visión por computadora realizada en este trabajo
de tesis.

3.2. Ubicación geográfica del lugar de toma de foto-

graf́ıas

La adquisición de fotograf́ıas se realizó en la Facultad de Ciencias Qúımico-
Biológicas de la Universidad Autónoma de Sinaloa, bajo la supervisión del
Dr. José Antonio Garzón Tiznado, ubicada en Calzada de las Américas
Nte 2771, Cd Universitaria, 80030 Culiacán Rosales, Sin. 24°49’34.19”N,
107°22’55.45”O. En la Figura 3.3 podemos ver como se ve el interior del
invernadero.

La toma de fotograf́ıas requiere ser de una forma muy espećıfica para
la obtención óptima de los datos. El primer problema con la obtención de
los datos fue la dificultad de encontrar un lugar donde se permitiera la
toma de fotograf́ıas. Una vez se pudo contar con el lugar fue notable que
la cantidad de plantas posibles a fotografiar era poca y que además las
condiciones para la toma de fotograf́ıa no eran las óptimas, sin embargo,
se comenzó con la obtención de los datos.
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Figura 3.3: Imagen del interior del invernadero de la base de datos.

3.3. Información biológica

La siguiente información fue proporcionada por la alumna encargada
del experimento en la Facultad de Ciencias Qúımico-Biológicas.

Se utilizó Solanum lycopersicum variedad Rı́o Grande, como hospeda-
doras del virus. De material enfermo recolectado en campo, se tomó tejido
foliar y se maceró en un mortero fŕıo estéril, la pulpa se exprimió a través
de una gasa y se recogieron 2 mL de savia El extracto recién obtenido se
utilizó para inocular plantas sanas de tomate, lo que permitió determinar
si el virus segúıa viable y aislarlo.
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Para la inoculación mecánica por frotis se siguió la metodoloǵıa des-
crita, cada planta fue espolvoreada con fibra de vidrio de manera ligera y
uniforme, que actuó como abrasivo, posteriormente se frotó el extracto con
ayuda de un hisopo de algodón, y se lavó con agua destilada para retirar el
exceso de abrasivo que pudiera dañar el tejido. Las plantas se desarrollaron
en invernadero, aisladas y bajo condiciones óptimas de crecimiento.

Se realizaron evaluaciones diarias durante 30 d́ıas, contándose el número
de plantas sintomáticas, y se utilizaron tiras reactivas (Agdia-ImmunoStrip®
para TMV) para detectar de forma temprana aquellas plantas infectadas
con ToBRFV.

Todas estaban distribuidas de manera individual y sin contacto entre
las diferentes clases. No exist́ıa ningún tipo de control de temperatura o
humedad.

En el invernadero presentado se contaba con 4 tipos de clases posibles
a fotografiar, las cuales son las siguientes:

Tomate Sano

Tomate ToBRFV

Chile Sano

Chile ToBRFV

3.4. Base de datos adquirida

Se lograron obtener alrededor de 200 fotograf́ıas de la clase de tomate
sano y de la clase de tomate con ToBRFV. Todas ellas tomadas enfocadas
en la hoja y con fondo blanco. Se muestra a continuación la Figura 3.4 en
la cual aparecen una muestra de cada uno de los conjuntos de datos de las
clases.

Del resto de las clases se obtuvieron por lo menos 100 imágenes de cada
una, sin embargo, una vez finalizó el experimento en la Facultad de Cien-
cias Qúımico – Biológicas se nos informó que los experimentos con chile
no dieron como resultado plantas enfermas, es decir que la inoculación de
ellas no fue efectiva, esto debido a algún gen particular del tipo de chile
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que rechazo los patógenos inducidos en ellos. Razón por la cual solo tra-
bajaremos con un problema binario, como está establecido en el Caṕıtulo
I de este documento.

Las fotos tomadas fueron del tipo RGB de hoja por hoja en fondo blanco
con el fin de tener un mejor procesamiento de los datos y fueron tomadas
con luz natural y dentro del invernadero con un celular LG LM-K52HM
con dimensiones de 4000x1800 y 7.2MP sin flash y con fondo blanco me-
diante hoja de papel. Se obtuvieron a d́ıa de hoy 69 fotograf́ıas de tomate
sano, 98 fotograf́ıas de tomate con ToBRFV, 61 fotograf́ıas de chile sano,
77 fotograf́ıas de chile con ToBRFV y 60 fotograf́ıas de chile con Tospovi-
rus.

A pesar de todo este trabajo realizado, solo se tomaron en cuenta las dos
clases comentadas en la sección anterior. Esto debido a que al finalizar el
experimento realizado en la Facultad de Ciencias Qúımico-Biológicas, los
expertos nos comentaron que las especies de chile no retuvieron el Virus
Rugoso del Tomate que les fue inoculado.
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Figura 3.4: Ejemplo de las fotograf́ıas tomadas de cada clase. a.1),a.2),a.3) Tomate sano,
b.1),b.2),b.3) Tomate con ToBRFV.
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3.5. Preprocesamiento

En el caso del preprocesamiento se comienza con el recorte de las imáge-
nes. Estos recortes fueron realizados de manera manual debido a las cir-
cunstancias de las imágenes. Una vez se obtuvieron los recortes se procedió
a aplicar algunas técnicas de aumento de datos con el fin de tener una base
de datos mucho más ampĺıa.

Se comenzó con un total de 122 imágenes luego de depurar el conjunto
de datos y separar un total de 50 instancias por clase a la cuales no se
les aplicaŕıa todo este proceso, esto debido a que estas 50 instancias serán
nuestra muestra de prueba una vez tengamos nuestro clasificador.

Los procesos que se le aplicaron a las imágenes con su respectiva sección
de código fueron los siguientes:

Rotación a 90, 180 y 270 grados.

image = cv2 . imread ( ’ t sano ’+str ( i )+ ’ . jpg ’ )
imgr = ro ta t e ( image , 90 , r e s i z e=True )
imgr = cv2 . normal ize ( imgr , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)

Transformación espejo vertical y horizontal.

#espe jo v e r t i c a l
image = Image .open( ’ t sano ’+str ( i )+ ’ . jpg ’ )
imgf = image . t ranspose (method=Image .FLIP TOP BOTTOM)
imgf . save ( ’ t sano ’+str ( i +488)+ ’ . jpg ’ )
#espe jo h o r i z on t a l
image = Image .open( ’ t sano ’+str ( i )+ ’ . jpg ’ )
imgf = image . t ranspose (method=Image . FLIP LEFT RIGHT)
imgf . save ( ’ t sano ’+str ( i +610)+ ’ . jpg ’ )

Y lo vemos de manera visual en la figura 3.5.
Dándonos como resultado un total de 732 imágenes por clase para pro-

cesar.

3.6. Segmentación

La fase de segmentación fue aplicada una vez se teńıan las 732 fotos
obtenidas de la fase de
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Figura 3.5: Ejemplo de las rotaciones ejercidas sobre cada una de las imágenes.
a)Original, b)Rotación de 90 grados, c)Rotación de 180 grados, d)Rotación de 190 grados,
e)Rotación espejo vertical y f)Rotación espejo horizontal.

3.6.1. Fase 1: Umbralización adaptativa

La primera fase de la segmentación es hecha de manera automática
mediante el método de OTSU (OTSU, 1979), el cual es un método de
umbralización adaptativa que toma en consideración la distribución de los
valores según su histograma. A partir de esto toma el valor adecuado para
hacer una máscara, en este caso se configura para que sea una máscara
binaria donde el área de interés tenga un valor de 1 y el resto un valor de
0. Esto se hace a partir de la imagen convertida en escala de grises, como
se muestra en la sección de código a continuación.

img = cv2 . imread ( ’ t sano ’+str ( i )+ ’ . jpg ’ )
ib , ig , i r=cv2 . s p l i t ( img )

gray = cv2 . cvtColor ( img , cv2 .COLORBGR2GRAY)
, thresh = cv2 . th r e sho ld ( gray , 0 , 1 ,

cv2 .THRESH BINARY INV+cv2 .THRESH OTSU)

Como se ha mencionado previamente, las imágenes a color o imágenes
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en el modelo de color RGB están compuestas por tres canales: azul, ver-
de y rojo. En esta etapa del proceso, la imagen original se divide en sus
tres canales individuales. Estos canales, también conocidos como másca-
ras de color, se combinan con la máscara binaria resultante del proceso
de segmentación OTSU. Para lograr la segmentación total, se realiza una
multiplicación entre la máscara binaria y cada canal de color. Dando como
resultado tres imágenes segmentadas, una con valores de su respectivo ca-
nal de color. Una vez que se han obtenido las nuevas máscaras segmentadas,
se vuelven a combinar para obtener la imagen RGB de la hoja segmentada.
Esta operación se muestra en la siguiente sección de código. Aśı como los
resultados de este proceso en la Figura 3.6.

s eg r=cv2 . mult ip ly ( thresh , i r )
segb=cv2 . mult ip ly ( thresh , ib )
segg=cv2 . mult ip ly ( thresh , i g )
segm=cv2 . merge ( [ segb , segg , s eg r ] )

Figura 3.6: Ejemplo de algunas fotograf́ıas segmentadas de la clase sana después de la
primera etapa.

3.6.2. Fase dos: Eliminación manual de sombra

La segunda parte de la segmentación surge a partir de que la segmen-
tación anterior no eliminaba por completo el fondo al dejar no solo la hoja
sino su sombra.

La solución a esto se dio mediante un análisis de la composición de los
canales de color en el área de la sombra de la hoja. Este análisis dio como
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resultado reconocer que el canal que estaba manteniendo la sombra es el
canal azul. En el área de la sombra el valor del canal azul es mucho más
alto que en el área de superficie de la hoja, por lo tanto, se hace una depu-
ración mediante este canal respecto a los valores de cada pixel. Haciendo
que estos ṕıxeles tengan el valor de cero para hacer de esta segmentación
la mejor posible.

A continuación se muestra la sección del código en la se realiza esta
acción y los resultados de este proceso en la Figura 3.7.

img = cv2 . imread ( ’ t s ano s e g ’+str ( r)+ ’ . jpg ’ )
ib , ig , i r=cv2 . s p l i t ( img )

m, n=np . shape ( ib )
for i in range (0 ,m−1):

for j in range (0 , n−1):
i f ib [ i ] [ j ]>100 :

ib [ i ] [ j ]=0
i g [ i ] [ j ]=0
i r [ i ] [ j ]=0

out1=cv2 . merge ( [ ib , ig , i r ] )

Figura 3.7: Ejemplo de algunas fotograf́ıas segmentadas de la clase sana después de la
segunda etapa.
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3.6.3. Comparación de las etapas de segmentación con las imáge-
nes originales

En la Figura 3.8 podemos ver de manera más comparativa cómo quedan
las imágenes después de cada proceso.

Figura 3.8: Comparación de las diferentes etapas de la segmentación, De manera des-
cendente tenemos imágenes originales, primera etapa de segmentación y segunda etapa
de segmentación.

3.7. Extracción de caracteŕısticas

Para la extracción de caracteŕısticas se comenzó con un análisis de las
imágenes completas.
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3.7.1. Matriz de coocurrencia a nivel de escala de grises

Se les aplicó la Matriz de coocurrencia a nivel de escala de grises de la
siguiente manera. Primero que nada como el nombre lo indica, este proceso
se trabaja a escala de grises, por lo cual se hace una transformación de la
imagen original a este formato.

Figura 3.9: Diagrama de la metodoloǵıa de la GLCM.

El proceso englobado que realiza la GLCM se puede ver en la Figura
3.9. Para hacer de este proceso uno más rápido, lo siguiente fue cambiar los
niveles de gris que hay de 255 a 16, esto con el fin de que el procesamiento
de todo el conjunto de datos no sea algo que demande demasiado tiempo de
procesamiento, ya que como se comentó en el marco teórico, este procedi-
miento lo que hace es calcular cuantas veces un valor de gris está en cierta
posición respecto a otro, por lo cual, en lugar de tener que evaluar 65,025
posibilidades de combinaciones de valores de pixel se prueban solamente
256 posibles combinaciones. El proceso continúa con el diseño de nuestra
matriz de coocurrencia, lo más importante es el ángulo a tomar en cuenta
para el análisis de las combinaciones de valores de gris. Recordemos que
tenemos 8 posibilidades, una para cada pixel vecino posible, cuatro en las
direcciones que conocemos como norte, sur, este y oeste y cuatro más pa-
ra cada vecino en diagonal. Además, podemos elegir a que distancia entre
ṕıxeles queremos que se haga esta comparación. En este caso se toman en
cuenta los 4 propuestos por el estado del arte que son norte, sur, este y
oeste y a una distancia de 1 pixel.
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Una vez es creada nuestra matriz de coocurrencia, se procede con el
cálculo de las caracteŕısticas a partir de ella, para lo cual existen funciones
definidas, las caracteŕısticas calculadas son las siguientes:

Contraste

Disimilaridad

Homogeneidad

Enerǵıa

Correlación

ASM

El cálculo de estas caracteŕısticas es almacenado en dos archivos dife-
rentes, uno en el cual tenemos los datos obtenidos en cada una de las 4
direcciones que elegimos como valores individuales y otro en el cual se hace
un promedio de estos 4 valores registrando únicamente este valor y no los
individuales.

3.7.2. Procesamiento de un área de interés

Con el objetivo de obtener los mejores resultados se decidió hacer un
estudio más direccionado hacia el centro de la imagen con la esperanza de
obtener la información más significativa de las hojas. Para ello se tomó
en cuenta las dimensiones de cada imagen de manera individual. A partir
de esto se encontró el centro de la imagen y se tomó como el centro del
recuadro a ser analizado.

De acuerdo a las dimensiones de las imágenes se decidió tomar un recua-
dro de 99x99 ṕıxeles con centro en el centro de la imagen. Esta referencia
se trató de hacer desde las imágenes con menor área foliar. Por lo tanto, el
cálculo de la matriz de coocurrencia y las caracteŕısticas derivadas de ella
se calcularon a partir de este recuadro solamente y no de toda la imagen
como anteriormente se realizó. El propósito de esta nueva área de estudio
tiene el fin de reducir el área de fondo que se está analizando y tratar de
obtener las caracteŕısticas más congruentes posibles con la hoja sin obs-
trucción del fondo.

En la figura 3.10 se muestra una imagen representativa del área que se
estará tomando en cuenta respecto a algunas de las imágenes de la base de
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datos. Del lado izquierdo tenemos una imagen de la clase sana y del lado
derecho de la clase infectada con ToBRFV.

Figura 3.10: Muestra del área sobre la cual se hacen las evaluaciones respecto a una
imagen de tamaño original.

3.7.3. Aplicación de los ı́ndices de vegetación NGBVI y NRBVI

Una vez se realizaron los procesos anteriores a las imágenes originales,
se realizó la aplicación de los ı́ndices de vegetación NGBVI y NRBVI. Este
tipo de procesamiento son cálculos algebraicos entre las bandas de color de
la imagen.

Posteriormente a esta imagen resultante en escala de grises se le aplica
una paleta de color, para mejor visualización de las diferencias entre los
valores de la imagen. A continuación se muestra una sección del código
donde se calculan estos ı́ndices.

#NGBVI
gb=GS−BS
max gb = np . amax( gb )
NGBVI = ( gb/max gb )
r e su l t image = np . z e r o s ( (1500 , 1500))
norm img = cv2 . normal ize (NGBVI, re su l t image ,
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0 , 255 , cv2 .NORMMINMAX)

#NRBVI
rb=R−B
max value = np . amax( rb )
NRBVI = ( rb/max value )
r e su l t image = np . z e r o s ( (1500 , 1500))
norm img = cv2 . normal ize (NRBVI, re su l t image ,
0 , 255 , cv2 .NORMMINMAX)

Este proceso nos da como resultado las siguientes imágenes mostradas
en la Figura 3.11. En la parte superior de la figura tenemos el resultado
para NGBVI y en la inferior para NRBVI. Aśı como en la parte izquierda
están las imágenes resultantes originales y en la derecha están a las cuales
se les ha aplicado la paleta de color tipo JET.

Figura 3.11: Comparación de los dos distintos ı́ndices aplicados a las imágenes.
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3.7.4. Histogramas de sumas y diferencias

Otro método de extracción de caracteŕısticas son los histogramas de su-
mas y diferencias. Este método fue elegido con base en los resultados del
método GLCM anteriormente ejecutado.

Figura 3.12: Diagrama de la metodoloǵıa de la GLCM.

Los procesos realizados en este método se pueden ver en la Figura 3.12.
Para este nuevo método se realizó previamente un doble enmascaramiento.
Este doble enmascaramiento consistió primero en una máscara binaria de
la imagen, resaltando solamente el área de la hoja con base en una seg-
mentación del método OTSU como se muestra a continuación.

ib , ig , i r=cv2 . s p l i t ( img )
gray = cv2 . cvtColor ( img , cv2 .COLORBGR2GRAY)
, thresh = cv2 . th r e sho ld

( gray , 0 , 255 , cv2 .THRESH BINARY INV+cv2 .THRESH OTSU)

#el iminac ion de l a sombra
thresh [ ib>100]=0

A partir de esta primera máscara se construyó la segunda máscara. Pa-
ra esto, se dilató la primera máscara con el fin de evitar los huecos más
pequeños. La dilatación es una operación importante en el procesamiento
de imágenes que se utiliza para ampliar o resaltar los objetos de interés en
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una imagen, y puede mejorar la segmentación, la detección de bordes y la
extracción de caracteŕısticas en una imagen.

thresh = cv2 . b lur ( thresh , ( 3 , 3 ) )
thresh [ thresh !=0]=1

Luego de la dilatación, se procedió a buscar los ṕıxeles que cumpĺıan el
requisito necesario para su análisis. Este requisito consist́ıa en que dentro
de una matriz de una dimensión espećıfica que rodeaba el ṕıxel actual, no
hubiera ningún ṕıxel con valor cero. Si se cumpĺıa esta condición, entonces
el ṕıxel era considerado válido para su evaluación mediante el método de
extracción de caracteŕısticas.

Para llevar a cabo esta parte del proceso, se utilizó un enfoque de re-
corrido de imagen en el que se examinó cada ṕıxel de la imagen de forma
secuencial. Para cada ṕıxel, se definió una matriz de una dimensión espećıfi-
ca que rodeaba al ṕıxel actual. La dimensión de la matriz se determinó en
función del tamaño del kernel utilizado en la dilatación.

Luego, se verificó si hab́ıa algún ṕıxel dentro de la matriz con valor
cero. Si no hab́ıa ningún ṕıxel con valor cero, entonces se consideraba que
el ṕıxel actual cumpĺıa con el requisito y se lo marcaba como válido para
su evaluación mediante el método de extracción de caracteŕısticas.

De esta forma, se logró identificar aquellos ṕıxeles que cumpĺıan con las
condiciones necesarias para su análisis y se descartaron aquellos que no
cumpĺıan con estos requisitos. Este proceso de selección de ṕıxeles válidos
es crucial para garantizar la precisión y eficiencia del método de extracción
de caracteŕısticas utilizado en el análisis de imágenes.

def mask hsyd ( thresh , n ) :
x , y=np . shape ( thresh )
thresh2=np . z e r o s ( ( x , y , 1 ) , np . u int8 )
for i in range ( ( n//2)+1 ,x−1−(n / / 2 ) ) :

for j in range ( ( n//2)+1 ,y−1−(n / / 2 ) ) :
r o i=thresh [ i −(n //2 ) : i +(n//2) ,
j −(n //2 ) : j+(n //2 ) ]
i f (np . a l l ( r o i ==1)):

thresh2 [ i ] [ j ]=1
return thresh2

Una vez termina el proceso del doble enmascaramiento se procede a
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aplicar la evaluación del método de Histogramas de sumas y diferencias.
Los histogramas de sumas y diferencias se usan comúnmente en el análisis
de textura. Proporcionan una representación estad́ıstica de la relación en-
tre los valores de ṕıxeles vecinos en una imagen.

La primera parte del proceso consta de un análisis de comparación de
ṕıxeles vecinos, en este caso se tomaron en cuenta los ṕıxeles vecinos a
la derecha. Como el nombre del proceso lo dice, se realizan sumas y di-
ferencias entre estos ṕıxeles, ambos de manera individual, por lo cual, se
tendrán como resultado dos valores distintos, la suma y la diferencia no
normalizadas, asociados con el desplazamiento relativo de estos valores.
Como la imagen tiene un rango de valores que van de 0 a 255, las variables
de la suma y diferencia entre dos ṕıxeles será del doble, es decir 511.

Este proceso se realiza mediante ventanas de dimensiones nxn donde
n es adaptable dependiendo la necesidad del detalle y las medidas de la
imagen.

El siguiente paso es guardar esta información en una variable, por lo
que tendremos una lista o vector de valores donde cada punto es represen-
tado por la respuesta al procesamiento de estas ventanas. Estas listas son
mejor conocidas como los histogramas de sumas y diferencias. Los cuales
son normalizados posteriormente.

for i in range ( ( n//2)+1 ,x−1−(n / / 2 ) ) :
for j in range ( ( n//2)+1 ,y−1−(n / / 2 ) ) :

i f ( thresh2 [ i ] [ j ]==1):
#pr in t ( i , j )
r o i=img [ i −(n //2 ) : i +(n//2) ,
j −(n //2 ) : j+(n //2 ) ]
hs=np . z e r o s (m, np . u int8 )
hd=np . z e r o s (m, np . u int8 )
for p in range (0 , n−2):

for q in range (0 , n−1):
s=int ( r o i [ p ] [ q ] )
+int ( r o i [ p+1] [ q ] )
r=int ( r o i [ p ] [ q ] )
−int ( r o i [ p+1] [ q ] )
hs [ s ]+=1; hd [ r+255]+=1
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for k in range (0 ,m) :
hsn [ k ]=( f loat ( hs [ k ] ) ) / (m)
hdn [ k ]=( f loat (hd [ k ] ) ) / (m)

A partir de estos resultados y con base en las ecuaciones anteriores, se
procede con los cálculos para extraer las caracteŕısticas de textura de la
imagen. Estos cálculos están dados de la siguiente manera:

#mediana
def mediahsyd ( hs ,m) :

s=0.0
for i in range (0 ,m−1):

s+=f loat ( i ∗hs [ i ] )
s=s /2
return s

#var ianza
def var ianzahsyd ( hs , hd ,m,med ) :

s=0; r=0
for i in range (0 ,m−1):

s+=f loat ( ( i −(2∗med) ) ∗ ( i −(2∗med) )∗ hs [ i ] )
for j in range (0 ,m−1):

r+=f loat ( ( j −255)∗( j −255)∗hd [ j ] )
return ( s+r )/2

#cor r e l a c i on
def co r r e l a c i onh syd ( hs , hd ,m,med ) :

s=0; r=0
for i in range (0 ,m−1):

s+=f loat ( ( i −(2∗med) ) ∗ ( i −(2∗med) )∗ hs [ i ] )
for j in range (0 ,m−1):

r+=f loat ( ( j −255)∗( j −255)∗hd [ j ] )
return ( s−r )/2

#energ ia
def energ iahsyd ( hs , hd ,m) :

s=0; r=0
hs=cv2 . mul t ip ly ( hs , hs )
s=sum( hs )
hd=cv2 . mult ip ly (hd , hd)
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r=sum(hd )
return s ∗ r

#con t ra s t e
def cont ras tehsyd (hd ,m) :

r=0
for j in range (0 ,m−1):

r+=(j −255)∗( j −255)∗hd [ j ]
return r

#homogeneidad
def hmghsyd (hd ,m) :

r=0
for j in range (0 ,m−1):

r+=f loat ( (1/(1+(( j −255)∗( j −255))))∗hd [ j ] )
return r

Para finalizar este proceso, los histogramas son calculados y posterior-
mente normalizados.

3.7.5. Procesamiento de toda el área de la hoja mediante His-
togramas de sumas y diferencias

El primer modo en que se realizó la extracción de caracteŕısticas me-
diante el método de histogramas de sumas y diferencias fue aplicándolo a
toda el área de la hoja.

El objetivo era obtener la máxima cantidad de información posible. In-
cluso teniendo en cuenta las limitaciones de la base de datos mencionadas
anteriormente, se esperaba lograr resultados satisfactorios con este nuevo
enfoque.

Después de aplicar este proceso, se hizo evidente que el hecho de en-
focarse únicamente en áreas pequeñas que presentan śıntomas claros en
relación con el tamaño de la hoja y el fondo no resulta muy útil. Esto se
debe a que la información prioritaria se diluye entre los datos generales,
que son predominantemente más numerosos.

Por esto extraer información de toda la hoja no es eficiente para los resul-
tados deseados. Por lo tanto, es más beneficioso concentrarse en áreas más
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espećıficas y con śıntomas más claros para obtener la información deseada.

3.7.6. Procesamiento de recortes de áreas de interés mediante
Histogramas de sumas y diferencias

Como último procesamiento se decidió volver a implementar la meto-
doloǵıa de histogramas de sumas y diferencias justamente descrita en el
proceso anterior. En este nuevo proceso se utilizaron recortes de las imáge-
nes originales completas como entrada de nuestro proceso de extracción.
Estos recortes conteńıan en su totalidad solo ṕıxeles hoja, es decir, no
exist́ıa ningún pixel de fondo.

Los recortes fueron hechos de manera manual con el fin de obtener la
mayor información de cada una de las imágenes de la base de datos. Esto
trajo como consecuencia que las imágenes tuvieran tamaños distintos entre
śı. Se planteó la posibilidad de re-escalar estas imágenes o buscar alguna
otra manera de homogeneizar los tamaños de estas, pero, todos estos pro-
cesos pod́ıan causar una pérdida de información. Principalmente, a razón
de que los histogramas de sumas y diferencias se basan en la distribución
espacial de la intensidad de los ṕıxeles, y las alteraciones de re-escalado de
las imágenes perjudican estas distribuciones.

Figura 3.13: Diagrama de la metodoloǵıa de la GLCM.
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En la Figura 3.13 se observa una muestra de los recortes utilizados en
este nuevo proceso. El resto de este proceso fue tal cual se describió en la
sección anterior mediante histogramas de sumas y diferencias.
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Caṕıtulo 4

Resultados y Discusión

4.1. Resultados de extracción de caracteŕısticas

En este apartado se irán mostrando y explicando los resultados de las
distintas etapas y tipos de metodoloǵıas que se utilizaron para lograr ob-
tener los resultados deseados.

Se observaron resultados en ciertas etapas con el objetivo de decidir si
el trabajo realizado hasta ese momento era lo suficientemente bueno pa-
ra seguir sobre esa ĺınea o cambiar el rumbo. Como se ha mencionado, la
metodoloǵıa eficaz para la detección de enfermedades en plantas no es una
sola para todas. El estado del arte nos muestra y dice que dependiendo el
caso de estudio se va detectando sobre la marcha que sirve y que no para
esa detección o clasificación en particular.

Los resultados mostrados en esta sección están descritos en orden cro-
nológico, y se están mostrando aun cuando en ciertos casos después de
observarlos se decidió no continuar sobre esa ĺınea por no ser lo suficien-
temente buenos. Esto hará parecer algunos procesos como inconclusos, sin
embargo, solo se trata de un cambio de enfoque dentro de la metodoloǵıa.

4.1.1. Mediante la matriz de coocurrencia a nivel de escala de
grises

A continuación se mostrarán los primeros resultados del análisis de la
extracción de caracteŕısticas por medio de la matriz de coocurrencia a nivel
de escala de grises. Esta primera etapa se realizó a partir de las imágenes
RGB segmentadas y se tomó en cuenta toda la imagen al momento de
hacer los cálculos. Partiendo de esto, se muestran los siguientes resulta-
dos. Primero procedemos a ver cada caracteŕıstica de manera individual,
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para los 4 ángulos distintos establecidos en la metodoloǵıa. La Figura 4.1
muestra los resultados para la caracteŕıstica de contraste.

Figura 4.1: Gráfica de barras representante del contraste para los 4 ángulos definidos.

La Figura 4.2 muestra los resultados para la caracteŕıstica de disimila-
ridad.

Figura 4.2: Gráfica de barras representante de la disimilaridad para los 4 ángulos defi-
nidos.

La Figura 4.3 muestra los resultados para la caracteŕıstica de homoge-
neidad.
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Figura 4.3: Gráfica de barras representante de la homogeneidad para los 4 ángulos
definidos.

La Figura 4.4 muestra los resultados para la caracteŕıstica de enerǵıa.

Figura 4.4: Gráfica de barras representante de la enerǵıa para los 4 ángulos definidos.

La Figura 4.5 muestra los resultados para la caracteŕıstica de correla-
ción.
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Figura 4.5: Gráfica de barras representante de la correlación para los 4 ángulos definidos.

La Figura 4.6 muestra los resultados para la caracteŕıstica de ASM.

Figura 4.6: Gráfica de barras representante del ASM para los 4 ángulos definidos.

Una vez se hicieron estos análisis y se observó que entre los cuatro
diferentes ángulos no hab́ıa tal diferencia como el estado del arte lo predijo,
la siguiente acción fue promediar estos cuatro valores para obtener valor
único por caracteŕıstica para cada imagen. Entonces, a partir de aqúı se
hicieron las siguientes comparativas entre los valores obtenidos a partir de
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la clase sana y la clase enferma de manera más global.
La Figura 4.7 muestra los resultados para la caracteŕıstica de contraste.

Figura 4.7: Gráfica representante del contraste sanas contra enfermas.

La Figura 4.8 muestra los resultados para la caracteŕıstica de disimila-
ridad.

Figura 4.8: Gráfica representante de la disimilaridad sanas contra enfermas.

La Figura 4.9 muestra los resultados para la caracteŕıstica de homoge-
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neidad.

Figura 4.9: Gráfica representante de la homogeneidad sanas contra enfermas.

La Figura 4.10 muestra los resultados para la caracteŕıstica de enerǵıa.

Figura 4.10: Gráfica representante de la enerǵıa sanas contra enfermas.

La Figura 4.11 muestra los resultados para la caracteŕıstica de correla-
ción.
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Figura 4.11: Gráfica representante de la correlación sanas contra enfermas.

La Figura 4.12 muestra los resultados para la caracteŕıstica de ASM.

Figura 4.12: Gráfica representante del ASM sanas contra enfermas.
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A partir de los resultados anteriores es evidente que la diferencia que
existe entre las distribuciones del total de las imágenes sanas contra la
distribución del total de las imágenes enfermas no es suficiente para hacer
una clasificación exitosa de las clases. Por ello se decidió intentar hacer una
mejora mediante el cambio del área de estudio de la imagen. En lugar de
analizar toda la hoja, incluyendo el fondo, se analizó un área más centrada.
Los siguientes resultados muestran las distribuciones de los datos obtenidos
a partir de esta nueva extracción.

La Figura 4.13 muestra los resultados para la caracteŕıstica de contraste.

Figura 4.13: Gráfica de distribución representante del contraste sanas contra enfermas.
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La Figura 4.14 muestra los resultados para la caracteŕıstica de disimi-
laridad.

Figura 4.14: Gráfica de distribución representante de la disimilaridad sanas contra en-
fermas.

La Figura 4.15 muestra los resultados para la caracteŕıstica de homoge-
neidad.

Figura 4.15: Gráfica de distribución representante de la homogeneidad sanas contra
enfermas.
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La Figura 4.16 muestra los resultados para la caracteŕıstica de enerǵıa.

Figura 4.16: Gráfica de distribución representante de la enerǵıa sanas contra enfermas.

La Figura 4.17 muestra los resultados para la caracteŕıstica de correla-
ción.

Figura 4.17: Gráfica de distribución representante de la correlación sanas contra enfer-
mas.
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La Figura 4.18 muestra los resultados para la caracteŕıstica de ASM.

Figura 4.18: Gráfica de distribución representante del ASM sanas contra enfermas.

En estos nuevos resultados, al igual que en los primeros que se mos-
traron, es sencillo percatarse que existe una diferencia, pero de la misma
manera esta diferencia tampoco es suficiente para una clasificación exito-
sa. Motivo por el cual se decidió hacer un cambio en la metodoloǵıa de
extracción de caracteŕısticas y dejar atrás a la GLCM. Motivándonos a
cambiar a una nueva metodoloǵıa que produjo los resultados mostrados en
la siguiente subsección.

4.1.2. Mediante histogramas de sumas y diferencias

La nueva metodoloǵıa implementada para la extracción de caracteŕısti-
cas fueron los histogramas de sumas y diferencias. En teoŕıa, esta meto-
doloǵıa es considerablemente más sencilla en términos de cálculos en com-
paración con el uso de la GLCM. Sin embargo, se aplicaron de manera
distinta. A pesar de que el método de histogramas de sumas y diferencias
ofrece cálculos más rápidos y menos complejos, este proceso requeŕıa con-
siderablemente más tiempo de procesamiento en comparación con el uso
de la GLCM, ya que en este proceso śı se procesó la imagen pixel por pixel
en su tamaño regular a diferencia de en el proceso que se simplificó una
imagen con 256 variaciones en una imagen de solo 16 variaciones, haciendo
las operaciones más rápidas. Los primeros resultados que se observan en
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la Figura 4.19 son el total de histogramas obtenidos (122,uno por imagen)
en cada una de las caracteŕısticas que se extrajeron para plantas sanas y
en la Figura 4.20 para plantas enfermas.

Figura 4.19: Distribución de las seis caracteŕısticas de la clase sana.
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Figura 4.20: Distribución de las seis caracteŕısticas de la clase enferma.
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A modo de ver mejor comparación entre cada caracteŕıstica respecto a
su clase, se configuraron las siguientes figuras:

La Figura 4.21 representa la comparación del contraste.

Figura 4.21: Contraste sanas contra enfermas de todas las imágenes por cada clase.

La Figura 4.22 representa la comparación de la correlación.

Figura 4.22: Correlación sanas contra enfermas de todas las imágenes por cada clase.
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La Figura 4.23 representa la comparación de la enerǵıa.

Figura 4.23: Enerǵıa sanas contra enfermas de todas las imágenes por cada clase.

La Figura 4.24 representa la comparación de la homogeneidad.

Figura 4.24: Homogeneidad sanas contra enfermas de todas las imágenes por cada clase.
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La Figura 4.25 representa la comparación de la media.

Figura 4.25: Media sanas contra enfermas de todas las imágenes por cada clase.

La Figura 4.26 representa la comparación de la varianza.

Figura 4.26: Varianza sanas contra enfermas de todas las imágenes por cada clase.

Para una vista más particular, en las siguientes figuras se observan los
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resultados individuales de algunas imágenes. Cada figura muestra las seis
caracteŕısticas correspondientes a la imagen del respectivo número. Prime-
ro veremos ejemplos de las plantas sanas y luego de las plantas enfermas.

Figura 4.27: Ejemplo 1: Muestra de las seis caracteŕısticas extráıdas de una hoja enferma

Figura 4.28: Ejemplo 2: Muestra de las seis caracteŕısticas extráıdas de otra hoja sana
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Figura 4.29: Ejemplo 1: Muestra de las seis caracteŕısticas extráıdas de una hoja enferma

Figura 4.30: Ejemplo 2: Muestra de las seis caracteŕısticas extráıdas de otra hoja enferma

En el caso del método de histogramas de sumas y diferencias con la
doble segmentación se evaluó únicamente la totalidad de la hoja median-
te pequeñas ventanas. Los resultados obtenidos de estas evaluaciones, es
decir, los anteriormente mostrados, no fueron los deseados, por lo cual se
realizó el último experimento.
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Este último experimento consist́ıa en cambiar los datos de entrada por
completo. Se sustituyeron las imágenes de hoja completa con fondo negro
por imágenes de recortes con śıntomas visibles, aśı como secciones de las
hojas sanas que no muestran ningún tipo de śıntoma. Los resultados fueron
mejores, lo que nos indica que los śıntomas se perd́ıan en la inmensidad de
la hoja y el fondo vaćıo. Por ende se prosiguió a la siguiente sección de la
metodoloǵıa que consiste en la clasificación de las dos clases.

4.1.3. Resultados de los 5 clasificadores para validación cruzada

Los resultados esperados de la clasificación de enfermedades en plantas
de acuerdo al estado del arte son aquellos que están entre el 85% y el 90%
de efectividad. Con esto como entendido, se comenzó la búsqueda del cla-
sificador más adecuado para nuestro caso de estudio que es el ToBRFV.
Recodemos, sin embargo, que no podemos contrastar estos resultados con
otros trabajos de investigación que tengan el mismo caso de estudio con el
objetivo de comprar los valores obtenidos a partir de las distintas metodo-
loǵıas, ya que estos estudios aún no se han realizado, y en el caso de haber
sido realizados no se encuentran documentados.

Con el objetivo de hacer el mejor análisis posible se probaron cinco dis-
tintos clasificadores que son: Redes neuronales, máquinas de soporte vec-
torial. árboles de decisión, k-vecinos más cercanos y bosque aleatorio. Las
métricas más importantes para evaluar él desempeñó de una clasificación
son: Exactitud, precisión, exhaustividad y Valor F, mejor conocidas por
su representación en Inglés como acccuracy, precision, recall y f1-score. A
continuación se presentan los resultados de estos cuatro valores para cada
uno de los cinco clasificadores seleccionados.

68



Tabla 4.1: Resultados del método “Redes neuronales” con validación cruzada.

Accuracy Precision Recall F1 Score
1 0.8333 0.85 0.8095 0.8292
2 0.8809 0.8636 0.9047 0.8837
3 0.8571 0.8947 0.8095 0.85
4 0.8809 0.9 0.8571 0.8780
5 0.8095 0.8095 0.8095 0.8095
6 0.7619 0.7037 0.9047 0.7916
7 0.8536 0.9375 0.75 0.8333
8 0.9024 0.9444 0.85 0.8947
9 0.9268 0.9090 0.9523 0.9023
10 0.7804 0.75 0.8571 0.8

AVG 0.8487 0.8562 0.8504 0.8500

Tabla 4.2: Resultados del método “Máquinas de soporte vectorial” con validación cru-
zada.

Accuracy Precision Recall F1 Score
1 0.8095 0.8095 0.8095 0.8095
2 0.9285 0.95 0.9047 0.9268
3 0.7619 0.7391 0.8095 0.7727
4 0.8333 0.8181 0.8571 0.8372
5 0.8809 0.9 0.8571 0.8780
6 0.8095 0.7826 0.8571 0.8181
7 0.8536 0.7916 0.95 0.8636
8 0.8048 0.7727 0.85 0.8095
9 0.9024 0.84 1 0.9130
10 0.8536 0.8260 0.9047 0.8636

AVG 0.8438 0.8229 0.88 0.8492
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Tabla 4.3: Resultados del método “Árboles de decisión” con validación cruzada.

Accuracy Precision Recall F1 Score
1 0.8333 0.7692 0.9523 0.8510
2 0.6904 0.75 0.5714 0.6486
3 0.7857 0.8333 0.7142 0.7692
4 0.7857 0.7727 0.8095 0.7906
5 0.6666 0.6666 0.6666 0.6666
6 0.7857 0.7227 0.8095 0.7906
7 0.7804 0.8235 0.7 0.7567
8 0.8048 08 0.8 0.8
9 0.8292 0.85 0.8095 0.8292
10 0.7317 0.7777 0.6666 0.7179

AVG 0.7693 0.7815 0.75 0.7620

Tabla 4.4: Resultados del método “K-Vecinos más cercanos” con validación cruzada.

Accuracy Precision Recall F1 Score
1 0.8095 0.7241 1 0.84
2 0.7619 0.72 0.8571 0.7826
3 0.7380 0.6923 0.8571 0.7659
4 0.8333 0.8181 0.8571 0.8372
5 0.8095 0.7407 0.9523 0.8333
6 0.8333 0.7692 0.9523 0.8510
7 0.8292 0.8095 0.85 0.8292
8 0.7317 0.9656 0.8 0.7441
9 0.6097 0.5862 0.8095 0.68
10 0.7560 0.72 0.8571 0.7826

AVG 0.0.7712 0.0.7275 0.8792 0.7946
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Tabla 4.5: Resultados del método “Bosque aleatorio” con validación cruzada.

Accuracy Precision Recall F1 Score
1 0.7142 0.6666 0.8571 0.75
2 0.8095 0.76 0.9047 0.8260
3 0.8333 0.8181 0.8571 0.8372
4 0.8571 0.8947 0.8095 0.85
5 0.8095 0.7826 0.8571 0.8181
6 0.7380 0.6785 0.9047 0.7755
7 0.9024 0.8333 1 0.9090
8 0.8536 0.85 0.85 0.85
9 0.8048 0.8421 0.7619 0.8
10 0.8536 0.8947 0.8095 0.85

AVG 0.8176 0.8020 0.8611 0.8266
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Caṕıtulo 5

Conclusiones

Podemos concluir que los dos mejores clasificadores para la detección
del ToBRFV en hojas de tomate fueron sin duda las redes neuronales y las
máquinas de soporte vectorial. Obteniendo un 84% de exactitud, aśı como
85% y 82% de precisión respectivamente.

Esto confirma nuestra hipótesis de que es posible clasificar de manera
certera la existencia del virus rugoso del tomate en una fotograf́ıa de una
hoja de tipo RGB mediante la metodoloǵıa planteada en este trabajo de
investigación.

Debe destacarse este resultado teniendo en cuenta que es la primera vez
que se intenta y logra clasificar el ToBRFV mediante imágenes RGB de
hojas de tomate. Además, deja como resultado adicional una base de datos
de hojas infectadas con ToBRFV anteriormente inexistente que es de gran
utilidad para futuras investigaciones.

Como trabajo a futuro se tiene en cuenta que existen incontables posibi-
lidades de mejora. Como en todo proceso siempre hay espacio para mejorar.
En el caso de este trabajo de estudio en particular, es posible mencionar
que a pesar de que la base de datos creada es una gran aportación, se pue-
de formar una aún mejor. Además, se pueden realizar una gran cantidad
de distintos preprocesamientos que van desde la transformación de color
hasta la aplicación de los anteriormente mencionados ı́ndices de vegetación.
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de aprendizaje automático para la detección no destructiva de defectos en
productos hort́ıcolas. 9, 2019. doi: 10.1016/j.biosystemseng.2019.11.011.

Z. Gao, Z. Luo, W. Zhang, Z. Lv, and Y. Xu. Deep Learning Applica-
tion in Plant Stress Imaging: A Review. AgriEngineering, 2, 2020. doi:
10.3390/agriengineering2030029.

S. S. Gavankar and S. D. Sawarkar. Eager decision tree. 2017 2nd Inter-
national Conference for Convergence in Technology, 2017.

I. M. Hanssen, R. Mumford, D. R. Blystad, I. Cortez, B. Hasiów-
Jaroszewska, D. Hristova, I. Pagán, A. M. Pereira, J. Peters, H. Pos-
pieszny, M. Ravnikar, I. Stijger, L. Tomassoli, C. Varveri, R. van der
Vlugt, and S. L. Nielsen. Seed transmission of Pepino mosaic virus in
tomato. European Journal of Plant Pathology, 126, 2010. ISSN 09291873.
doi: 10.1007/s10658-009-9528-x.

M. Islam, A. Dinh, and K. Wahid. Detection of potato diseases using image
segmentation and multiclass support vector machine. 2017.

74



M. R. G. J. M. Keller and J. A. Givens. A fuzzy k-nearest neighbor algo-
rithm. IEEE Transactions on Systems, Man, and Cybernetics, 1985.

L. H. S. K. A.-R. J. M. G. K. . W.-S. J. Koh, S. H. Koh, s. h., li, h.,
sivasithamparam, k., admiraal, r., jones, m. g. k., wylie, s. j. 2018.

N. N. Kurniawati, S. Norul, H. Sheikh, S. Abdullah, and S. Abdullah. Inves-
tigation on Image Processing Techniques for Diagnosing Paddy Diseases.
2009. doi: 10.1109/SoCPaR.2009.62.

D. Li, C. Li, Y. Yao, M. Li, and L. Liu. Modern ima-
ging techniques in plant nutrition analysis: A review. Com-
puters and Electronics in Agriculture, 174(February 2019):105459,
2020. ISSN 01681699. doi: 10.1016/j.compag.2020.105459. URL
https://doi.org/10.1016/j.compag.2020.105459.

G. S. M. V.-r. I. Macedo-cruz, Antonia Pajares. Digital Image Sensor-
Based Assessment of the Status of Oat (Avena sativa L.) Crops after
Frost Damage. 2011.

R. Mendez. Etapas de la visión artificial. In Procesamiento digital de
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Anexos

Códigos

Aumento de datos

import numpy as np
import cv2
from skimage import data
from skimage . trans form import r o t a t e #, re s i z e ,
downsca le loca l mean
from PIL import Image

’ ’ ’ Proceso de ree s ca l ado de l a s imagenes
f o r i in range (1 ,179) :

image = cv2 . imread ( ’ t sano ’+ s t r ( i )+ ’. j pg ’ )
r = 600.0 / image . shape [ 1 ]
dim = (600 , i n t ( image . shape [ 0 ] ∗ r ) )
imgr = cv2 . r e s i z e ( image , dim ,
i n t e r p o l a t i o n=cv2 .INTER AREA)
cv2 . imwri te ( ’ t sano ’+ s t r ( i )+ ’. j pg ’ , imgr )

’ ’ ’
’ ’ ’
#Proceso de ro tac ion de l a s imagenes
f o r i in range (1 ,123) :

image = cv2 . imread ( ’ t sano ’+ s t r ( i )+ ’. j pg ’ )
image2 = cv2 . imread ( ’ t t o b r f v ’+ s t r ( i )+ ’. j pg ’ )
imgr = ro t a t e ( image , 90 , r e s i z e=True )
imgr2 = ro t a t e ( image2 , 90 , r e s i z e=True )
imgr = cv2 . normal ize ( imgr , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
imgr2 = cv2 . normal ize ( imgr2 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
cv2 . imwri te ( ’ t sano ’+ s t r ( i +366)+ ’. j pg ’ , imgr )
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cv2 . imwri te ( ’ t t o b r f v ’+ s t r ( i +366)+ ’. j pg ’ , imgr2 )
#cv2 . imshow ( ’ rotada ’ , imgr )
#cv2 . waitKey (0)
#cv2 . destroyAl lWindows ()

’ ’ ’
’ ’ ’
#Proceso e spe j o v e r t i c a l de l a s imagenes
f o r i in range (1 ,123) :

image = Image . open ( ’ t sano ’+ s t r ( i )+ ’. j pg ’ )
imgf = image . t ranspose
(method=Image .FLIP TOP BOTTOM)
imgf . save ( ’ t sano ’+ s t r ( i +488)+ ’. j pg ’ )

image2 = Image . open ( ’ t t o b r f v ’+ s t r ( i )+ ’. j pg ’ )
imgf2 = image2 . t ranspose
(method=Image .FLIP TOP BOTTOM)
imgf2 . save ( ’ t t o b r f v ’+ s t r ( i +)+’. j pg ’ )

’ ’ ’
# ’ ’ ’
#Proceso e spe j o h o r i z on t a l de l a s imagenes
for i in range ( 1 , 1 2 3 ) :

image = Image .open( ’ t sano ’+str ( i )+ ’ . jpg ’ )
imgf = image . t ranspose
(method=Image . FLIP LEFT RIGHT)
imgf . save ( ’ t sano ’+str ( i +610)+ ’ . jpg ’ )

image2 = Image .open( ’ t t o b r f v ’+str ( i )+ ’ . jpg ’ )
imgf2 = image2 . t ranspose
(method=Image . FLIP LEFT RIGHT)
imgf2 . save ( ’ t t o b r f v ’+str ( i +610)+ ’ . jpg ’ )

#’ ’ ’

Segmentación fase 1

import numpy as np
import cv2
for i in range ( 1 , 7 3 3 ) :

#tomate sano
#image = np . array ( cv2 . imread
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( ’ t t ob r f v 89 . jpg ’ , cv2 .IMREADGRAYSCALE) )
img = cv2 . imread ( ’ t sano ’+str ( i )+ ’ . jpg ’ )
ib , ig , i r=cv2 . s p l i t ( img )
#cv2 . imshow ( ’ o r i g i n a l ’ , img )

gray = cv2 . cvtColor ( img , cv2 .COLORBGR2GRAY)
, thresh = cv2 . th r e sho ld ( gray , 0 , 1 ,

cv2 .THRESH BINARY INV+cv2 .THRESH OTSU)

seg r=cv2 . mult ip ly ( thresh , i r )
segb=cv2 . mult ip ly ( thresh , ib )
segg=cv2 . mult ip ly ( thresh , i g )
segm=cv2 . merge ( [ segb , segg , s eg r ] )
#cv2 . imshow ( ’ segmentada rgb ’ , segm)
cv2 . imwrite ( ’ t s ano s e g ’+str ( i )+ ’ . jpg ’ , segm)

#tomate con t o b r f v
#image2 = np . array ( cv2 . imread
( ’ t t ob r f v 89 . jpg ’ , cv2 .IMREADGRAYSCALE) )
img2 = cv2 . imread ( ’ t t o b r f v ’+str ( i )+ ’ . jpg ’ )
ib2 , ig2 , i r 2=cv2 . s p l i t ( img2 )
#cv2 . imshow ( ’ o r i g i n a l ’ , img2 )

gray2 = cv2 . cvtColor
( img2 , cv2 .COLORBGR2GRAY)
, thresh2 = cv2 . th r e sho ld ( gray2 , 0 , 1 ,

cv2 .THRESH BINARY INV+cv2 .THRESH OTSU)
#cv2 . imshow ( ’ t h r e sh ’ , t h re sh2 )

s eg r2=cv2 . mult ip ly ( thresh2 , i r 2 )
segb2=cv2 . mult ip ly ( thresh2 , ib2 )
segg2=cv2 . mul t ip ly ( thresh2 , i g2 )
segm2=cv2 . merge ( [ segb2 , segg2 , s eg r2 ] )
#cv2 . imshow ( ’ segmentada rgb ’ , segm2 )
cv2 . imwrite ( ’ t t o b r f v s e g ’+str ( i )
+’ . jpg ’ , segm2 )

Segmentación fase 2

import numpy as np
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import cv2
for r in range ( 1 , 7 3 3 ) :

img = cv2 . imread ( ’ t s ano s e g ’+str ( r)+ ’ . jpg ’ )
img2 = cv2 . imread
( ’ t t o b r f v s e g ’+str ( r)+ ’ . jpg ’ )
#cv2 . imshow ( ’ o r i g i n a l ’ , img )
ib , ig , i r=cv2 . s p l i t ( img )
ib2 , ig2 , i r 2=cv2 . s p l i t ( img2 )

m, n=np . shape ( ib )
for i in range (0 ,m−1):

for j in range (0 , n−1):
i f ib [ i ] [ j ]>100 :

ib [ i ] [ j ]=0
i g [ i ] [ j ]=0
i r [ i ] [ j ]=0

p , k=np . shape ( ib2 )
for s in range (0 , p−1):

for t in range (0 , k−1):
i f ib2 [ s ] [ t ]>100 :

ib2 [ s ] [ t ]=0
ig2 [ s ] [ t ]=0
i r 2 [ s ] [ t ]=0

out1=cv2 . merge ( [ ib , ig , i r ] )
out2=cv2 . merge ( [ ib2 , ig2 , i r 2 ] )
cv2 . imwrite
( ’ t s ano s e g ’+str ( r+732)+ ’ . jpg ’ , out1 )
cv2 . imwrite
( ’ t t o b r f v s e g ’+str ( r+732)+ ’ . jpg ’ , out2 )
#cv2 . imshow ( ’ e l iminac ion a zu l ’ , out1 )
#cv2 . imshow ( ’ e l iminac ion a zu l t o b r f v ’ , out2 )
#cv2 . waitKey (0)
#cv2 . destroyAl lWindows ()

Extracción de caracteŕısticas mediante GLCM

import numpy as np
import cv2
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import pandas as pd
from skimage . f e a t u r e
import greycomatrix , greycoprops
from skimage import io , co lo r , img as ubyte

#columnas=[ ’asm0 ’ , ’ asm45 ’ , ’ asm90 ’ , ’ asm135 ’ , ’ corr0 ’ ,
’ co r r45 ’ , ’ co r r90 ’ , ’ cor r135 ’ , ’ ener0 ’ , ’ ener45 ’ ,
’ ener90 ’ , ’ ener135 ’ , ’hmg0 ’ , ’hmg45 ’ , ’hmg90 ’ ,
’ hmg135 ’ , ’ d i s s 0 ’ , ’ d i s s 45 ’ , ’ d i s s 90 ’ , ’ dissm135 ’ ,
’ cont0 ’ , ’ cont45 ’ , ’ cont90 ’ , ’ cont135 ’ ]
col mean=[ ’asm ’ , ’ c o r r e l a c i o n ’ , ’ en e rg i a ’ ,
’ homogeneidad ’ , ’ d i s im i l a r i t u d ’ , ’ c on t r a s t e ’ ]
#df = pd . DataFrame( columns=columnas )
dfm=pd . DataFrame ( columns=col mean )
for i in range ( 1 , 1 069 ) : #

img = cv2 . imread ( ’ t s ano s e g ’+str ( i )+ ’ . jpg ’ )

gray = co l o r . rgb2gray ( img )
image = img as ubyte ( gray )

b ins = np . array ( [ 0 , 16 , 32 , 48 , 64 ,
80 , 96 , 112 , 128 , 144 , 160 , 176 , 192 ,
208 , 224 , 240 , 255 ] ) #16− b i t
inds = np . d i g i t i z e ( image , b ins )

max value = inds .max()+1
matr ix coocur rence = greycomatr ix
( inds , [ 1 ] , [ 0 , np . p i /4 , np . p i /2 , 3∗np . p i /4 ] ,
l e v e l s=max value , normed=True , symmetric=True )

# GLCM prop e r t i e s
def c o n t r a s t f e a t u r e ( matr ix coocur rence ) :

c on t r a s t = greycoprops
( matr ix coocurrence , ’ c on t r a s t ’ )
return con t ra s t

def d i s s im i l a r i t y f e a t u r e ( matr ix coocur rence ) :
d i s s im i l a r i t y =
greycoprops ( matr ix coocurrence ,
’ d i s s im i l a r i t y ’ )
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return d i s s im i l a r i t y

def homogene i ty f eature ( matr ix coocur rence ) :
homogeneity = greycoprops
( matr ix coocurrence , ’ homogeneity ’ )
return homogeneity

def en e r gy f e a tu r e ( matr ix coocur rence ) :
energy = greycoprops ( matr ix coocurrence ,
’ energy ’ )
return energy

def c o r r e l a t i o n f e a t u r e ( matr ix coocur rence ) :
c o r r e l a t i o n = greycoprops
( matr ix coocurrence , ’ c o r r e l a t i o n ’ )
return c o r r e l a t i o n

def asm feature ( matr ix coocur rence ) :
asm = greycoprops ( matr ix coocurrence , ’ASM’ )
return asm

contr=c on t r a s t f e a t u r e ( matr ix coocur rence )
d i s s=d i s s im i l a r i t y f e a t u r e ( matr ix coocur rence )
hmg=homogene i ty f eature ( matr ix coocur rence )
ener=ene r gy f e a tu r e ( matr ix coocur rence )
co r r=c o r r e l a t i o n f e a t u r e ( matr ix coocur rence )
asm=asm feature ( matr ix coocur rence )
#vecar=np . concatenate
( ( asm , corr , ener , hmg, d i s s , contr ) , ax i s=1)

contrm=np .mean( contr )
dissm=np .mean( d i s s )
hmgm=np .mean(hmg)
enerm=np .mean( ener )
corrm=np .mean( co r r )
asmm=np .mean(asm)
vecarm=[(asmm, corrm , enerm ,hmgm, dissm , contrm ) ]
print ( vecarm )

#pr in t ( l en ( vecar ) )
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#guardado de l a s v a r i a b l e s
#dfn = pd . DataFrame( vecar , columns=columnas )
dfnm=pd . DataFrame ( vecarm , columns=col mean )
print (dfnm)
#df=df . append ( dfn , i gno r e index=False )
dfm=dfm . append (dfnm , i gno r e i ndex=True )
print (dfm)

#df . t o c s v ( ’ r e s u l t a d o s t o b r f v . csv ’ )
dfm . t o c sv ( ’ res sano mean . csv ’ )

Centrado del área de ectracción

import matp lo t l i b . pyplot as p l t
import cv2
from skimage . f e a t u r e
import greycomatrix , greycoprops
from skimage import data

for i in range ( 733 , 734 ) : #1464+1
images = cv2 . imread
( ’ t s ano s e g ’+str ( i )+ ’ . jpg ’ )
#imaget = cv2 . imread
( ’ t t o b r f v s e g ’+str ( i )+ ’ . jpg ’ )
va l=0
gray = cv2 . cvtColor
( images , cv2 .COLORBGR2GRAY)
, thresh = cv2 . th r e sho ld ( gray , 0 , 255 ,

cv2 .THRESH BINARY+cv2 .THRESH OTSU)
cv2 . imshow ( ’ mascara ’ , thre sh )
for i in range ( gray . shape [ 0 ] ) :

for j in range ( gray . shape [ 1 ] ) :
i f thresh [ i ] [ j ]==255:

topx=i
topy=j
va l=1

i f ( va l==1):
break

i f ( va l==1):
break
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print ( topx )
print ( topy )

cv2 . waitKey (0)
cv2 . destroyAllWindows ( )

Observación de los resultados de la extracción mediante GLCM

import matp lo t l i b . pyplot as p l t
import numpy as np
import cv2
import pandas as pd
import csv

#c o l t o b r f v =[ ’asm0 ’ , ’ asm45 ’ , ’ asm90 ’ , ’ asm135 ’ ,
’ c o r r0 ’ , ’ co r r45 ’ , ’ co r r90 ’ , ’ cor r135 ’ , ’ ener0 ’ ,
’ ener45 ’ , ’ ener90 ’ , ’ ener135 ’ , ’hmg0 ’ , ’hmg45 ’ ,
’hmg90 ’ , ’ hmg135 ’ , ’ d i s s 0 ’ , ’ d i s s 45 ’ , ’ d i s s 90 ’ ,
’ dissm135 ’ , ’ cont0 ’ , ’ cont45 ’ , ’ cont90 ’ , ’ cont135 ’ ]
#columnas=[ ’asm0 ’ , ’ asm45 ’ , ’ asm90 ’ , ’ asm135 ’ ,
’ c o r r0 ’ , ’ co r r45 ’ , ’ co r r90 ’ , ’ cor r135 ’ , ’ ener0 ’ ,
’ ener45 ’ , ’ ener90 ’ , ’ ener135 ’ , ’hmg0 ’ , ’hmg45 ’ ,
’hmg90 ’ , ’ hmg135 ’ , ’ d i s s 0 ’ , ’ d i s s 45 ’ , ’ d i s s 90 ’ ,
’ dissm135 ’ , ’ cont0 ’ , ’ cont45 ’ , ’ cont90 ’ , ’ cont135 ’ ]
col mean=[ ’asm ’ , ’ c o r r e l a c i o n ’ , ’ en e rg i a ’ ,
’ homogeneidad ’ , ’ d i s im i l a r i t u d ’ , ’ c on t r a s t e ’ ]

da ta s=pd . r ead c sv ( ’ r e su l t ado s s ano . csv ’ )
data t=pd . r ead c sv ( ’ r e s u l t a d o s t o b r f v . csv ’ )
data sm=pd . r ead c sv ( ’ res sano mean . csv ’ )
data tm=pd . r ead c sv ( ’ r e s tobr fv mean . csv ’ )

#data s . p l o t (” h i n d f o o t l e n g t h ” , ” we igh t ” , k ind=”s c a t t e r ”)
d f s=pd . DataFrame ( data s )
d f t=pd . DataFrame ( data t )
dfsm=pd . DataFrame ( data sm )
dftm=pd . DataFrame ( data tm )

del ( d f s [ ’Unnamed : 0 ’ ] )
del ( d f t [ ’Unnamed : 0 ’ ] )
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del ( dfsm [ ’Unnamed : 0 ’ ] )
del ( dftm [ ’Unnamed : 0 ’ ] )
#his togramas
#dfsm . p l o t . h i s t ( )
#dftm . p l o t . h i s t ( )

#PLOTEO ASM
p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( dfsm [ ’asm ’ ] )
p l t . t i t l e ( ”asm sanas ” )
p l t . subp lot ( 1 , 2 , 2 )
p l t . p l o t ( dftm [ ’asm ’ ] )
p l t . t i t l e ( ”asm tobr fv ” )
p l t . s u p t i t l e ( ”asm sanas vs enfermas ” )
p l t . show ( )

#PLOTEO CORRELACION
p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( dfsm [ ’ c o r r e l a c i o n ’ ] )
p l t . t i t l e ( ” c o r r e l a c i o n sanas ” )
p l t . subp lot ( 1 , 2 , 2 )
p l t . p l o t ( dftm [ ’ c o r r e l a c i o n ’ ] )
p l t . t i t l e ( ” c o r r e l a c i o n tobr fv ” )
p l t . s u p t i t l e ( ” c o r e e l a c i o n sanas vs enfermas ” )
p l t . show ( )

#PLOTEO ENERGIA
p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( dfsm [ ’ ene rg i a ’ ] )
p l t . t i t l e ( ” ene rg i a sanas ” )
p l t . subp lot ( 1 , 2 , 2 )
p l t . p l o t ( dftm [ ’ ene rg i a ’ ] )
p l t . t i t l e ( ” ene rg i a tobr fv ” )
p l t . s u p t i t l e ( ” ene rg i a sanas vs enfermas ” )
p l t . show ( )

#PLOTEO HOMOGENEIDAD
p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( dfsm [ ’ homogeneidad ’ ] )
p l t . t i t l e ( ”homogeneidad sanas ” )
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p l t . subp lot ( 1 , 2 , 2 )
p l t . p l o t ( dftm [ ’ homogeneidad ’ ] )
p l t . t i t l e ( ”homogeneidad tobr fv ” )
p l t . s u p t i t l e ( ”homogeneidad sanas vs enfermas ” )
p l t . show ( )

#PLOTEO DISIMILARITUD
p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( dfsm [ ’ d i s im i l a r i t u d ’ ] )
p l t . t i t l e ( ” d i s im i l a r i t u d sanas ” )
p l t . subp lot ( 1 , 2 , 2 )
p l t . p l o t ( dftm [ ’ d i s im i l a r i t u d ’ ] )
p l t . t i t l e ( ” d i s im i l a r i t u d tobr fv ” )
p l t . s u p t i t l e ( ” d i s im i l a r i t u d sanas vs enfermas ” )
p l t . show ( )

#PLOTEO CONTRASTE
p l t . subp lot ( 1 , 2 , 1 )
p l t . p l o t ( dfsm [ ’ c on t r a s t e ’ ] )
p l t . t i t l e ( ” con t r a s t e sanas ” )
p l t . subp lot ( 1 , 2 , 2 )
p l t . p l o t ( dftm [ ’ c on t r a s t e ’ ] )
p l t . t i t l e ( ” con t r a s t e tobr fv ” )
p l t . s u p t i t l e ( ” con t r a s t e sanas vs enfermas ” )
p l t . show ( )
’ ’ ’
#p r i n t ( d f s )
#pr in t ( d f t )

d f s [ ’ e s tado ’]= ’ sana ’
d f s . t o c s v ( ’ d f s . csv ’ )
#pr i n t ( d f s )
d f t [ ’ e s tado ’]= ’ enferma ’
d f t . t o c s v ( ’ d f t . csv ’ )
#pr i n t ( d f t )

dfs mean= d f s .mean( a x i s=0)
d f s s t d= d f s . s t d ( a x i s=0)
dfs median=d f s . median ( a x i s=0)
dft mean= d f t .mean( a x i s=0)
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d f t s t d= d f t . s t d ( a x i s=0)
df t median=d f t . median ( a x i s=0)

d f v a l=pd . DataFrame ({ ’ media s ’ : dfs mean , ’ media t ’
: dft mean , ’ s t d s ’ : d f s s t d , ’ s t d t ’ : d f t s t d ,
’ mediana s ’ : dfs median , ’ mediana t ’ : d f t median })
#pr in t ( d f v a l )

d f v a l . t o c s v ( ’ comparac ion va lores . csv ’ )

numero de grupos = 24
i nd i c e b a r r a s = np . arange ( numero de grupos )
ancho barras =0.35

p l t . bar ( i nd i c e ba r ra s , dfs median ,
width=ancho barras , l a b e l =’MedianS ’)
p l t . bar ( i n d i c e b a r r a s + ancho barras ,
df t median , width=ancho barras , l a b e l =’MedianT ’)
p l t . l e gend ( l o c=’ b e s t ’ )
p l t . x t i c k s ( i n d i c e b a r r a s + ancho barras ,
columnas )
p l t . y l a b e l ( ’Mediana ’)
p l t . x l a b e l ( ’ c a r a c t e r i s t i c a y grado ’)
p l t . t i t l e ( ’ Comparacion mediana
de l a s c a r a c t e r i s t i c a s sana vs enferma ’)
p l t . s a v e f i g (” g r a f i c a b a r r a s . png ”)
#p l t . show ()

p l t . s c a t t e r ( i nd i c e ba r ra s , dfs median ,
l a b e l =’MedianS ’)
p l t . s c a t t e r ( i nd i c e ba r ra s , df t median ,
l a b e l =’MedianT ’)
p l t . l e gend ( l o c=’ b e s t ’ )
p l t . x t i c k s ( i nd i c e ba r ra s , columnas )
p l t . y l a b e l ( ’Mediana ’)
p l t . x l a b e l ( ’ c a r a c t e r i s t i c a y grado ’)
p l t . t i t l e ( ’ Comparacion mediana de
l a s c a r a c t e r i s t i c a s sana vs enferma ’)
p l t . s a v e f i g (” g r a f i c a s c a t t e r . png ”)
#p l t . show ()
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’ ’ ’

Extracción de caracteŕısticas mediante Histogramas de Sumas y
Diferencias en toda la hoja

from p i c k l e t o o l s import uint8
import cv2
from matp lo t l i b . pyplot import hist2d , imshow
import numpy as np
import matp lo t l i b . pyplot as p l t
import time
import pandas as pd

def mask hsyd ( thresh , n ) :
x , y=np . shape ( thresh )
thresh2=np . z e r o s ( ( x , y , 1 ) , np . u int8 )
for i in range ( ( n//2)+1 ,x−1−(n / / 2 ) ) :
for j in range ( ( n//2)+1 ,y−1−(n / / 2 ) ) :

r o i=thresh [ i −(n //2 ) : i +(n//2) ,
j −(n //2 ) : j+(n //2 ) ]

i f (np . a l l ( r o i ==1)):
thresh2 [ i ] [ j ]=1

return thresh2

def mediahsyd ( hs ,m) :
s=0.0
for i in range (0 ,m−1):

s+=f loat ( i ∗hs [ i ] )
s=s /2
return s

def var ianzahsyd ( hs , hd ,m,med ) :
s=0; r=0
for i in range (0 ,m−1):

s+=f loat ( ( i −(2∗med) )∗
( i −(2∗med) )∗ hs [ i ] )

for j in range (0 ,m−1):
r+=f loat ( ( j −255)∗( j −255)∗hd [ j ] )

return ( s+r )/2
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def co r r e l a c i onh syd ( hs , hd ,m,med ) :
s=0; r=0
for i in range (0 ,m−1):

s+=f loat ( ( i −(2∗med) )∗
( i −(2∗med) )∗ hs [ i ] )

for j in range (0 ,m−1):
r+=f loat ( ( j −255)∗( j −255)∗hd [ j ] )

return ( s−r )/2

def energ iahsyd ( hs , hd ,m) :
s=0; r=0
hs=cv2 . mul t ip ly ( hs , hs )
s=sum( hs )
hd=cv2 . mult ip ly (hd , hd)
r=sum(hd )
return s ∗ r

def cont ras tehsyd (hd ,m) :
r=0
for j in range (0 ,m−1):

r+=(j −255)∗( j −255)∗hd [ j ]
return r

def hmghsyd (hd ,m) :
r=0
for j in range (0 ,m−1):

r+=f loat ( (1/(1+(( j −255)∗
( j −255))))∗hd [ j ] )

return r

def hsyd exe ( thresh2 , img , n ,m) :
x , y=np . shape ( img )
# pr in t ( x , y )
# pr i n t (np . shape ( th re sh2 ))
c1=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c2=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c3=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c4=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c5=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c6=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
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# hs=np . z e ros (m, np . u in t8 )
# hd=np . z e ros (m, np . u in t8 )
hdn=np . z e r o s (m, dtype=np . f l o a t 3 2 )
hsn=np . z e r o s (m, dtype=np . f l o a t 3 2 )
for i in range ( ( n//2)+1 ,x−1−(n / / 2 ) ) :
for j in range ( ( n//2)+1 ,y−1−(n / / 2 ) ) :

i f ( thresh2 [ i ] [ j ]==1):
#pr in t ( i , j )
r o i=img [ i −(n //2 ) : i +(n//2) ,
j −(n //2 ) : j+(n //2 ) ]
hs=np . z e r o s (m, np . u int8 )
hd=np . z e r o s (m, np . u int8 )
for p in range (0 , n−2):

for q in range (0 , n−1):
s=int ( r o i [ p ] [ q ])+
int ( r o i [ p+1] [ q ] )
r=int ( r o i [ p ] [ q ])−
int ( r o i [ p+1] [ q ] )
hs [ s ]+=1; hd [ r+255]+=1

for k in range (0 ,m) :
hsn [ k ]=( f loat ( hs [ k ] ) ) / (m)
hdn [ k ]=( f loat (hd [ k ] ) ) / (m)

# pr in t ( hs )
# pr i n t ( hd )
# time . s l e e p (1)
c1 [ i ] [ j ]=mediahsyd ( hsn ,m)
c2 [ i ] [ j ]= energ iahsyd ( hsn , hdn ,m)
c3 [ i ] [ j ]= contras tehsyd (hdn ,m)
c4 [ i ] [ j ]=hmghsyd (hdn ,m)
c5 [ i ] [ j ]= var ianzahsyd
( hsn , hdn ,m, c1 [ i ] [ j ] )
c6 [ i ] [ j ]= co r r e l a c i onh syd
( hsn , hdn ,m, c1 [ i ] [ j ] )

return c1 , c2 , c3 , c4 , c5 , c6

#CREACION DEL DATAFRAME PARA GUARDAR LOS DATOS
#estado sano=0, enfermas=1
columnas=[”media” , ” ene rg i a ” ,
” con t r a s t e ” , ”homogeneidad” ,
” var ianza ” , ” c o r r e l a c i o n ” ]
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df=pd . DataFrame ( columns=columnas )
df [ ”media”]=df [ ”media” ] . astype ( ” ob j e c t ” )
df [ ” ene rg i a ”]=df [ ” ene rg i a ” ] . astype ( ” ob j e c t ” )
df [ ” c on t r a s t e ”]=
df [ ” con t r a s t e ” ] . astype ( ” ob j e c t ” )
df [ ”homogeneidad”]=
df [ ”homogeneidad” ] . astype ( ” ob j e c t ” )
df [ ” var ianza ”]=df [ ” var ianza ” ] . astype ( ” ob j e c t ” )
df [ ” c o r r e l a c i o n ”]=
df [ ” c o r r e l a c i o n ” ] . astype ( ” ob j e c t ” )

#l e e r imagenes
for i in range ( 1 , 2 ) : #1−733

#tomate sano
read = cv2 . imread ( ’ t sano ’+str ( i )+ ’ . jpg ’ )
m=511
n=15
#read = cv2 . imread ( ’ img t e s t . j pg ’ )
print ( i )
s c a l e p e r c e n t = 30 # percent o f o r i g i n a l s i z e
i f ( read . shape [0]> read . shape [ 1 ] ) :
s c a l e p e r c e n t =(640.0/ read . shape [ 0 ] ) ∗ 1 0 0 . 0

else :
s c a l e p e r c e n t =(640.0/ read . shape [ 1 ] ) ∗ 1 0 0 . 0

width = int ( read . shape [ 1 ] ∗
s c a l e p e r c e n t / 100)
he ight = int ( read . shape [ 0 ] ∗
s c a l e p e r c e n t / 100)
dim = (width , he ight )
print (dim)
img = cv2 . r e s i z e ( read , dim ,
i n t e r p o l a t i o n = cv2 .INTER AREA)
#cv2 . imwrite (” img re e s c ngb v i . png ” , img )
#tomate t o b r f v
#imgt = cv2 . imread ( ’ t t o b r f v 8 9 . j pg ’ )
#cv2 . imshow(” o r i g i n a l ” , img )

#separac ion de mascaras
#i b t , i g t , i r t=cv2 . s p l i t ( imgt )
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ib , ig , i r=cv2 . s p l i t ( img )

#segmentacion por otsu
gray = cv2 . cvtColor
( img , cv2 .COLORBGR2GRAY)
, thresh = cv2 . th r e sho ld ( gray , 0 , 255 ,

cv2 .THRESH BINARY INV+cv2 .THRESH OTSU)

#el iminac ion de l a sombra
thresh [ ib>100]=0

#d i l a t a c i o n para no tener t an to s
huecos en l a mascara
#de procesamiento d e l hsyd
thresh = cv2 . b lur ( thresh , ( 3 , 3 ) )
thresh [ thresh !=0]=1

#EJECUCION DEL SEGUNDO ENMASCARADO
thresh2=mask hsyd ( thresh , n)

# cv2 . imwri te (” r o i t 1 n g b v i . png ” , t h r e sh )
# cv2 . imwrite (” r o i t n g b v i . png ” , th re sh2 )

#IMAGEN SEGMENTADA RGB
#segr=cv2 . mu l t i p l y ( thresh , i r )
#segb=cv2 . mu l t i p l y ( thresh , i b )
#segg=cv2 . mu l t i p l y ( thresh , i g )
#segm=cv2 . merge ( [ segb , segg , s eg r ] )
#cv2 . imwrite (” img s e g r g b t n g b v i . png ” ,
segm)

#INDICES DE VEGETACION RGB
#Y RESULTADO SEGMENTADO
# i b f=i b +0.0
# i g f=i g +0.0
# i r f=i r +0.0
# #NGBVI
# gb=i g f − i b f
# max gb=np . amax( gb )
# ngbv i=gb/max gb
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# ngbv i = cv2 . normal ize
( ngbvi , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
# ng b v i t=cv2 . mu l t i p l y ( thresh , ngbv i )
# cv2 . imwri te (” n g b v i s e g t n g b v i . png ” ,
ngbv i t )
# #NRBVI
# rb=i r f − i b f
# max rb=np . amax( rb )
# nrbv i=rb /max rb
# nrbv i = cv2 . normal i ze ( nrbvi , None , 0 ,
255 , cv2 .NORMMINMAX, cv2 .CV 8U)
# nr b v i t=cv2 . mu l t i p l y ( thresh , nrbv i )
# cv2 . imwri te (” n g b v i s e g t n r b v i . png ” ,
n rbv i t )

#MASCARA PARA EXAMINACION
#DE IMAGEN COMPLETA
#thresh3=np . ones ( ( he i gh t , width ) ,
np . u int8 )
#segbyw=cv2 . mu l t i p l y ( thresh , gray )
#pr in t ( type ( t h r e sh [ 0 , 0 ] ) )
#EXTRACCION DE CARACTERISTICAS
c1 , c2 , c3 , c4 , c5 , c6=hsyd exe
( thresh2 , gray , n ,m)

#NORMALIZACION DE LAS CARACTERISTICAS
c1 = cv2 . normal ize ( c1 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
c2 = cv2 . normal ize ( c2 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
c3 = cv2 . normal ize ( c3 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
c4 = cv2 . normal ize ( c4 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
c5 = cv2 . normal ize ( c5 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
c6 = cv2 . normal ize ( c6 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)

#GUARDADO DE LAS IMAGENES DE CARACTERISTICAS
#cv2 . imwrite (” c1 media T ngbvi . png ” , c1 )
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#cv2 . imwrite (” c2 energ i a T ngbv i . png ” , c2 )
#cv2 . imwrite (” c3 con t r a s t e T ngbv i . png ” , c3 )
#cv2 . imwrite (” c4 hmg T ngbvi . png ” , c4 )
#cv2 . imwrite (” c5 var T ngbv i . png ” , c5 )
#cv2 . imwrite (” c4 cor r T ngbv i . png ” , c6 )

#CALCULO Y GUARDADO DE LOS HISTOGRAMAS
#A PARTIR DE LAS IMAGENES DE CARACTERISTICAS

#nb l = np . sum( thre sh2 == 1)
#pr in t ( th re sh2 )
h i s t r 1 = cv2 . normal ize ( cv2 . c a l cH i s t ( [ c1 ] ,
[ 0 ] , thresh2 , [ 2 5 6 ] , [ 0 , 2 5 6 ] ) , None , 0 , 1 ,
cv2 .NORMMINMAX, cv2 . CV 32F)
#p l t . p l o t ( h i s t r 1 )
#p l t . s a v e f i g (” h i s t t c 1 n g b v i 1 . png ”)

h i s t r 2 = cv2 . normal ize ( cv2 . c a l cH i s t
( [ c2 ] , [ 0 ] , thresh2 , [ 2 5 6 ] , [ 0 , 2 5 6 ] ) ,
None , 0 , 1 , cv2 .NORMMINMAX,
cv2 . CV 32F)
#p l t . p l o t ( h i s t r 2 )
#p l t . s a v e f i g (” h i s t t c 2 n g b v i 1 . png ”)

h i s t r 3 = cv2 . normal ize ( cv2 . c a l cH i s t
( [ c3 ] , [ 0 ] , thresh2 , [ 2 5 6 ] , [ 0 , 2 5 6 ] ) ,
None , 0 , 1 , cv2 .NORMMINMAX, cv2 . CV 32F)
#p l t . p l o t ( h i s t r 3 )
#p l t . s a v e f i g (” h i s t t c 3 n g b v i 1 . png ”)

h i s t r 4 = cv2 . normal ize ( cv2 . c a l cH i s t
( [ c4 ] , [ 0 ] , thresh2 , [ 2 5 6 ] , [ 0 , 2 5 6 ] ) ,
None , 0 , 1 , cv2 .NORMMINMAX, cv2 . CV 32F)
#p l t . p l o t ( h i s t r 4 )
#p l t . s a v e f i g (” h i s t t c 4 n g b v i 1 . png ”)

h i s t r 5 = cv2 . normal ize ( cv2 . c a l cH i s t
( [ c5 ] , [ 0 ] , thresh2 , [ 2 5 6 ] , [ 0 , 2 5 6 ] ) ,
None , 0 , 1 , cv2 .NORMMINMAX, cv2 . CV 32F)
#p l t . p l o t ( h i s t r 5 )
#p l t . s a v e f i g (” h i s t t c 5 n g b v i 1 . png ”)
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h i s t r 6 = cv2 . normal ize ( cv2 . c a l cH i s t
( [ c6 ] , [ 0 ] , thresh2 , [ 2 5 6 ] , [ 0 , 2 5 6 ] ) ,
None , 0 , 1 , cv2 .NORMMINMAX, cv2 . CV 32F)
#p l t . p l o t ( h i s t r 6 )
#p l t . s a v e f i g (” h i s t t c 6 n g b v i 1 . png ”)

#GENERACION DE CSV
h i s t c 1=np . array ( h i s t r 1 )
h i s t c 1=np . a r r ay2 s t r i n g ( h i s t c 1 )
h i s t c 2=np . array ( h i s t r 2 )
h i s t c 2=np . a r r ay2 s t r i n g ( h i s t c 2 )
h i s t c 3=np . array ( h i s t r 3 )
h i s t c 3=np . a r r ay2 s t r i n g ( h i s t c 3 )
h i s t c 4=np . array ( h i s t r 4 )
h i s t c 4=np . a r r ay2 s t r i n g ( h i s t c 4 )
h i s t c 5=np . array ( h i s t r 5 )
h i s t c 5=np . a r r ay2 s t r i n g ( h i s t c 5 )
h i s t c 6=np . array ( h i s t r 6 )
h i s t c 6=np . a r r ay2 s t r i n g ( h i s t c 6 )
df . at [ i , ”media”]= h i s t c 1
df . at [ i , ” ene rg i a ”]= h i s t c 2
df . at [ i , ” c on t r a s t e ”]= h i s t c 3
df . at [ i , ”homogeneidad”]= h i s t c 4
df . at [ i , ” var ianza ”]= h i s t c 5
df . at [ i , ” c o r r e l a c i o n ”]= h i s t c 6

# cv2 . waitKey (0)
# cv2 . destroyAl lWindows ()

df [ ” estado ”]=1
#pr in t ( d f )
#df . t o c s v ( ’ res sano mean2 . csv ’ )

Observación de los resultados de la extracción mediante HSD

from matp lo t l i b . pyplot import f i gu r e , p l o t
import numpy as np
import pandas as pd
import matp lo t l i b . pyplot as p l t
import csv
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def matxchar ( dfx ) :
car=[”media” , ” ene rg i a ” , ” con t r a s t e ” ,
”homogeneidad” , ” var ianza ” , ” c o r r e l a c i o n ” ]
mat=np . z e r o s ( ( 6 , 122 , 256 ) , dtype=f loat )
for k in range ( len ( car ) ) :

#di c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’ :
None , ’ var ianza ’ : None , ’ c o r r e l a c i o n ’ : None ]
for i in range ( 1 , 1 2 2 ) :

tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ /n ’ , ’ ’ )
#pr in t ( tmp)

#f l o a t s l i s t = [ ]
a=0
for item in tmp . s p l i t ( ) :

mat [ k , i , a]= f loat ( item )
a=a+1

return mat

data sh=pd . r ead c sv ( ’ res sano mean . csv ’ )
data th=pd . r ead c sv ( ’ r e s tobr fv mean . csv ’ )

d f sh=pd . DataFrame ( data sh )
df th=pd . DataFrame ( data th )
#pr in t ( d f sh [” media ” ] [ 0 ] )
#pr i n t ( type ( d f sh [” media ” ] [ 0 ] ) )

mats=matxchar ( dfsh )
matt=matxchar ( d f th )

#p l o t 1 car
l=np . l i n s p a c e (0 ,255 ,256)
#p l o t e o sana vs enfermas
p l t . subp lot ( 1 , 2 , 1 )
for i in range ( 100 , 120 ) :

p l t . p l o t ( l , mats [ 1 , i ] )
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p l t . t i t l e ( ”Sanas 100 120 ” )
p l t . subp lot ( 1 , 2 , 2 )
for i in range ( 100 , 120 ) :

p l t . p l o t ( l , matt [ 1 , i ] )
p l t . t i t l e ( ”Enfermas 100 120 ” )
p l t . s a v e f i g ( ’ 100 120 s v s t . png ’ )
p l t . show ( )

#p l o t e o g r a l sanas
# p l t . s u b p l o t (2 ,3 ,1)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , mats [ 0 , i ] )
# p l t . t i t l e (”media s ”)
# p l t . s u b p l o t (2 ,3 ,2)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , mats [ 1 , i ] )
# p l t . t i t l e (” energ ia s ”)
# p l t . s u b p l o t (2 ,3 ,3)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , mats [ 2 , i ] )
# p l t . t i t l e (” con t r a s t e s ”)
# p l t . s u b p l o t (2 ,3 ,4)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , mats [ 3 , i ] )
# p l t . t i t l e (” homogeneidad s ”)
# p l t . s u b p l o t (2 ,3 ,5)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , mats [ 4 , i ] )
# p l t . t i t l e (” var ianza s ”)
# p l t . s u b p l o t (2 ,3 ,6)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , mats [ 5 , i ] )
# p l t . t i t l e (” co r r e l a c i on s ”)

# p l t . s a v e f i g ( ’ g r a l s . png ’ )
# p l t . show ()

#p l o t e o g r a l t o b r f v
# p l t . s u b p l o t (2 ,3 ,1)
# fo r i in range (1 ,122) :
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# p l t . p l o t ( l , matt [ 0 , i ] )
# p l t . t i t l e (”media t ”)
# p l t . s u b p l o t (2 ,3 ,2)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , matt [ 1 , i ] )
# p l t . t i t l e (” energ ia t ”)
# p l t . s u b p l o t (2 ,3 ,3)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , matt [ 2 , i ] )
# p l t . t i t l e (” con t r a s t e t ”)
# p l t . s u b p l o t (2 ,3 ,4)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , matt [ 3 , i ] )
# p l t . t i t l e (” homogeneidad t ”)
# p l t . s u b p l o t (2 ,3 ,5)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , matt [ 4 , i ] )
# p l t . t i t l e (” var ianza t ”)
# p l t . s u b p l o t (2 ,3 ,6)
# fo r i in range (1 ,122) :
# p l t . p l o t ( l , matt [ 5 , i ] )
# p l t . t i t l e (” co r r e l a c i on t ”)

# p l t . s a v e f i g ( ’ g r a l t . png ’ )
# p l t . show ()

#p l o t e o i n d i v i d u a l
# fo r j in range (1 ,122) :
# p l t . s u b p l o t (2 ,3 ,1)
# p l t . p l o t ( l , matt [ 0 , j ] )
# p l t . t i t l e (”media ”+s t r ( j ) )
# p l t . s u b p l o t (2 ,3 ,2)
# p l t . p l o t ( l , matt [ 1 , j ] )
# p l t . t i t l e (” ene r g i a ”+s t r ( j ) )
# p l t . s u b p l o t (2 ,3 ,3)
# p l t . p l o t ( l , matt [ 2 , j ] )
# p l t . t i t l e (” c on t r a s t e ”+s t r ( j ) )
# p l t . s u b p l o t (2 ,3 ,4)
# p l t . p l o t ( l , matt [ 3 , j ] )
# p l t . t i t l e (” homogeneidad ”+s t r ( j ) )
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# p l t . s u b p l o t (2 ,3 ,5)
# p l t . p l o t ( l , matt [ 4 , j ] )
# p l t . t i t l e (” var i anza ”+s t r ( j ) )
# p l t . s u b p l o t (2 ,3 ,6)
# p l t . p l o t ( l , matt [ 5 , j ] )
# p l t . t i t l e (” c o r r e l a c i on ”+s t r ( j ) )
# p l t . s a v e f i g ( ’ t ’+ s t r ( j )+ ’. png ’ )
# p l t . c l f ( )

# fo r k in range (1 ,122) :
# p l t . s u b p l o t (2 ,3 ,1)
# p l t . p l o t ( l , mats [ 0 , k ] )
# p l t . t i t l e (”media ”+s t r ( k ) )
# p l t . s u b p l o t (2 ,3 ,2)
# p l t . p l o t ( l , mats [ 1 , k ] )
# p l t . t i t l e (” ene r g i a ”+s t r ( k ) )
# p l t . s u b p l o t (2 ,3 ,3)
# p l t . p l o t ( l , mats [ 2 , k ] )
# p l t . t i t l e (” c on t r a s t e ”+s t r ( k ) )
# p l t . s u b p l o t (2 ,3 ,4)
# p l t . p l o t ( l , mats [ 3 , k ] )
# p l t . t i t l e (” homogeneidad ”+s t r ( k ) )
# p l t . s u b p l o t (2 ,3 ,5)
# p l t . p l o t ( l , mats [ 4 , k ] )
# p l t . t i t l e (” var i anza ”+s t r ( k ) )
# p l t . s u b p l o t (2 ,3 ,6)
# p l t . p l o t ( l , mats [ 5 , k ] )
# p l t . t i t l e (” c o r r e l a c i on ”+s t r ( k ) )
# p l t . s a v e f i g ( ’ s ’+ s t r ( k )+ ’. png ’ )
# p l t . c l f ( )

# pr i n t (mats )
# pr i n t (mats . shape )

#p l t . p l o t ( d f sh [” media ” ] [ 0 ] )
#p l t . show ()

Extracción de caracteŕısticas mediante Histogramas de Sumas y
Diferencias en recortes
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from p i c k l e t o o l s import uint8
import cv2
from matp lo t l i b . pyplot import hist2d , imshow
import numpy as np
import matp lo t l i b . pyplot as p l t
import time
import pandas as pd

def mask hsyd ( thresh , n ) :
x , y=np . shape ( thresh )
thresh2=np . z e r o s ( ( x , y , 1 ) , np . u int8 )
for i in range ( ( n//2)+1 ,x−1−(n / / 2 ) ) :

for j in range ( ( n//2)+1 ,y−1−(n / / 2 ) ) :
r o i=thresh [ i −(n //2 ) : i +(n//2) ,
j −(n //2 ) : j+(n //2 ) ]
i f (np . a l l ( r o i ==1)):

thresh2 [ i ] [ j ]=1
return thresh2

def mediahsyd ( hs ,m) :
s=0.0
for i in range (0 ,m−1):

s+=f loat ( i ∗hs [ i ] )
s=s /2
return s

def var ianzahsyd ( hs , hd ,m,med ) :
s=0; r=0
for i in range (0 ,m−1):

s+=f loat ( ( i −(2∗med) ) ∗ ( i −(2∗med) )∗ hs [ i ] )
for j in range (0 ,m−1):

r+=f loat ( ( j −255)∗( j −255)∗hd [ j ] )
return ( s+r )/2

def co r r e l a c i onh syd ( hs , hd ,m,med ) :
s=0; r=0
for i in range (0 ,m−1):

s+=f loat ( ( i −(2∗med) ) ∗ ( i −(2∗med) )∗ hs [ i ] )
for j in range (0 ,m−1):

r+=f loat ( ( j −255)∗( j −255)∗hd [ j ] )
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return ( s−r )/2

def energ iahsyd ( hs , hd ,m) :
s=0; r=0
hs=cv2 . mul t ip ly ( hs , hs )
s=sum( hs )
hd=cv2 . mult ip ly (hd , hd)
r=sum(hd )
return s ∗ r

def cont ras tehsyd (hd ,m) :
r=0
for j in range (0 ,m−1):

r+=(j −255)∗( j −255)∗hd [ j ]
return r

def hmghsyd (hd ,m) :
r=0
for j in range (0 ,m−1):

r+=f loat ( (1/(1+(( j −255)∗( j −255))))∗hd [ j ] )
return r

def hsyd exe ( thresh2 , img , n ,m) :
x , y=np . shape ( img )
#pr in t ( x , y )
#pr in t (np . shape ( th re sh2 ))
c1=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c2=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c3=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c4=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c5=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
c6=np . z e r o s ( ( x , y , 1 ) , np . f l o a t 3 2 )
# hs=np . z e ros (m, np . u in t8 )
# hd=np . z e ros (m, np . u in t8 )
hdn=np . z e r o s (m, dtype=np . f l o a t 3 2 )
hsn=np . z e r o s (m, dtype=np . f l o a t 3 2 )
for i in range ( ( n//2)+1 ,x−1−(n / / 2 ) ) :

#pr in t ( i )
for j in range ( ( n//2)+1 ,y−1−(n / / 2 ) ) :

i f ( thresh2 [ i ] [ j ]==1):
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#pr in t ( i , j )
r o i=img [ i −(n //2 ) : i +(n//2) ,
j −(n //2 ) : j+(n //2 ) ]
hs=np . z e r o s (m, np . u int8 )
hd=np . z e r o s (m, np . u int8 )
for p in range (0 , n−2):

for q in range (0 , n−1):
s=int ( r o i [ p ] [ q ])+
int ( r o i [ p+1] [ q ] )
r=int ( r o i [ p ] [ q ])−
int ( r o i [ p+1] [ q ] )
hs [ s ]+=1; hd [ r+255]+=1

for k in range (0 ,m) :
hsn [ k ]=( f loat ( hs [ k ] ) ) / (m)
hdn [ k ]=( f loat (hd [ k ] ) ) / (m)

# pr in t ( hs )
# pr i n t ( hd )
# time . s l e e p (1)
c1 [ i ] [ j ]=mediahsyd ( hsn ,m)
c2 [ i ] [ j ]= energ iahsyd ( hsn , hdn ,m)
c3 [ i ] [ j ]= contras tehsyd (hdn ,m)
c4 [ i ] [ j ]=hmghsyd (hdn ,m)
c5 [ i ] [ j ]= var ianzahsyd

( hsn , hdn ,m, c1 [ i ] [ j ] )
c6 [ i ] [ j ]= co r r e l a c i onh syd
( hsn , hdn ,m, c1 [ i ] [ j ] )

return c1 , c2 , c3 , c4 , c5 , c6

#CREACION DEL DATAFRAME PARA GUARDAR LOS DATOS
#estado sano=0, enfermas=1
columnas=[”media” , ” ene rg i a ” , ” con t r a s t e ” ,
”homogeneidad” , ” var ianza ” , ” c o r r e l a c i o n ” ]
df=pd . DataFrame ( columns=columnas )
df [ ”media”]=df [ ”media” ] . astype ( ” ob j e c t ” )
df [ ” ene rg i a ”]=df [ ” ene rg i a ” ] . astype ( ” ob j e c t ” )
df [ ” c on t r a s t e ”]=df [ ” con t r a s t e ” ] . astype ( ” ob j e c t ” )
df [ ”homogeneidad”]=df [ ”homogeneidad” ] .
astype ( ” ob j e c t ” )
df [ ” var ianza ”]=df [ ” var ianza ” ] . astype ( ” ob j e c t ” )
df [ ” c o r r e l a c i o n ”]=df [ ” c o r r e l a c i o n ” ] . astype ( ” ob j e c t ” )

103



#l e e r imagenes
for i in range ( 1 , 1 6 8 ) : #1−167

#tomate sano
read = cv2 . imread ( ’ t t o b r f v c u t ’+str ( i )+ ’ . jpg ’ )
m=511
n=15
#read = cv2 . imread ( ’ img t e s t . j pg ’ )
print ( i )
# sca l e p e r c en t = 30 # percent o f o r i g i n a l s i z e

i f ( read . shape [0]>=301 and read . shape [1 ] <301) :
s c a l e p e r c e n t =(301.0/ read . shape [ 0 ] ) ∗ 1 0 0 . 0

e l i f ( read . shape [0]<301 and read . shape [1]>=301):
s c a l e p e r c e n t =(301.0/ read . shape [ 1 ] ) ∗ 1 0 0 . 0

e l i f ( read . shape [0]>=301 and read . shape [1]>=301
and read . shape [0]> read . shape [ 1 ] ) :

s c a l e p e r c e n t =(301.0/ read . shape [ 0 ] ) ∗ 1 0 0 . 0
e l i f ( read . shape [0]>=301 and read . shape [1]>=301
and read . shape [0]< read . shape [ 1 ] ) :

s c a l e p e r c e n t =(301.0/ read . shape [ 1 ] ) ∗ 1 0 0 . 0
else :

s c a l e p e r c e n t=100

width = int ( read . shape [ 1 ] ∗ s c a l e p e r c e n t / 100)
he ight = int ( read . shape [ 0 ] ∗ s c a l e p e r c e n t / 100)
dim = ( height , width )
#pr in t (dim)
img = cv2 . r e s i z e ( read , dim , i n t e r p o l a t i o n
= cv2 .INTER AREA)
#pr in t ( img . shape )
#cv2 . imwrite (” img re e s c ngb v i . png ” , img )
#tomate t o b r f v
#imgt = cv2 . imread ( ’ t t o b r f v 8 9 . j pg ’ )
#cv2 . imshow(” o r i g i n a l ” , img )

#separac ion de mascaras
#i b t , i g t , i r t=cv2 . s p l i t ( imgt )
#ib , ig , i r=cv2 . s p l i t ( img )
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#segmentacion por otsu
gray = cv2 . cvtColor ( img , cv2 .COLORBGR2GRAY)
# , th r e sh = cv2 . t h r e s h o l d ( gray ,0 ,255 ,
cv2 .THRESH BINARY INV+cv2 .THRESH OTSU)

#el iminac ion de l a sombra
#thre sh [ ib >100]=0
#pr in t ( gray . shape [ 0 ] )
thresh=np . z e r o s ( ( gray . shape [ 0 ] , gray . shape [ 1 ] ) ,
dtype=np . u int8 )
thresh [ ( int (n / 2 ) ) : thre sh . shape [0 ] −( int (n /2 ) ) ,
( int (n / 2 ) ) : thre sh . shape [1 ] −( int (n/2)) ]=1
#pr in t ( t h r e sh )
#d i l a t a c i o n para no tener t an to s huecos
en l a mascara
#de procesamiento d e l hsyd
#thre sh = cv2 . b l u r ( thresh , ( 3 , 3 ) )
#thre sh [ t h r e sh !=0]=1

#EJECUCION DEL SEGUNDO ENMASCARADO
#thresh2=mask hsyd ( thresh , n)
# cv2 . imwri te (” r o i t 1 n g b v i . png ” , t h r e sh )
# cv2 . imwrite (” r o i t n g b v i . png ” , th re sh2 )

#IMAGEN SEGMENTADA RGB
#segr=cv2 . mu l t i p l y ( thresh , i r )
#segb=cv2 . mu l t i p l y ( thresh , i b )
#segg=cv2 . mu l t i p l y ( thresh , i g )
#segm=cv2 . merge ( [ segb , segg , s eg r ] )
#cv2 . imwrite (” img s e g r g b t n g b v i . png ” , segm)

#INDICES DE VEGETACION RGB Y RESULTADO SEGMENTADO
# i b f=i b +0.0
# i g f=i g +0.0
# i r f=i r +0.0
# #NGBVI
# gb=i g f − i b f
# max gb=np . amax( gb )
# ngbv i=gb/max gb
# ngbv i = cv2 . normal ize ( ngbvi , None , 0 , 255 ,
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cv2 .NORMMINMAX, cv2 .CV 8U)
# ng b v i t=cv2 . mu l t i p l y ( thresh , ngbv i )
# cv2 . imwri te (” n g b v i s e g t n g b v i . png ” , n g b v i t )
# #NRBVI
# rb=i r f − i b f
# max rb=np . amax( rb )
# nrbv i=rb /max rb
# nrbv i = cv2 . normal i ze ( nrbvi , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
# nr b v i t=cv2 . mu l t i p l y ( thresh , nrbv i )
# cv2 . imwri te (” n g b v i s e g t n r b v i . png ” , n r b v i t )

#MASCARA PARA EXAMINACION DE IMAGEN COMPLETA
#thresh3=np . ones ( ( he i gh t , width ) , np . u in t8 )
#segbyw=cv2 . mu l t i p l y ( thresh , gray )

#EXTRACCION DE CARACTERISTICAS
#pr in t ( type ( t h r e sh [ 0 , 0 ] ) )
c1 , c2 , c3 , c4 , c5 , c6=hsyd exe ( thresh , gray , n ,m)

#NORMALIZACION DE LAS CARACTERISTICAS
# c1 = cv2 . normal i ze ( c1 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
# c2 = cv2 . normal i ze ( c2 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
# c3 = cv2 . normal i ze ( c3 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
# c4 = cv2 . normal i ze ( c4 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
# c5 = cv2 . normal i ze ( c5 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
# c6 = cv2 . normal i ze ( c6 , None , 0 , 255 ,
cv2 .NORMMINMAX, cv2 .CV 8U)
#GUARDADO DE LAS IMAGENES DE CARACTERISTICAS
# cv2 . imwri te (” c1 media T ngbvi . png ” , c1 )
# cv2 . imwri te (” c2 energ i a T ngbv i . png ” , c2 )
# cv2 . imwrite (” c3 con t r a s t e T ngbv i . png ” , c3 )
# cv2 . imwrite (” c4 hmg T ngbvi . png ” , c4 )
# cv2 . imwrite (” c5 var T ngbv i . png ” , c5 )
# cv2 . imwrite (” c4 cor r T ngbv i . png ” , c6 )
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#CALCULO Y GUARDADO DE LOS HISTOGRAMAS
#A PARTIR DE LAS IMAGENES DE CARACTERISTICAS
#nb l = np . sum( thre sh2 == 1)

h i s t r 1 = cv2 . c a l cH i s t ( [ c1 ] , [ 0 ] , thresh , [ 2 5 6 ] ,
[ 0 , 2 5 6 ] )#,None , 0 , 1 , cv2 .NORMMINMAX,
cv2 . CV 32F)
#p l t . p l o t ( h i s t r 1 )
#p l t . s a v e f i g (” h i s t t c 1 n g b v i 1 . png ”)

h i s t r 2 = cv2 . c a l cH i s t ( [ c2 ] , [ 0 ] , thresh , [ 2 5 6 ] ,
[ 0 , 2 5 6 ] )#,None , 0 , 1 , cv2 .NORMMINMAX,
cv2 . CV 32F)
#p l t . p l o t ( h i s t r 2 )
#p l t . s a v e f i g (” h i s t t c 2 n g b v i 1 . png ”)

h i s t r 3 = cv2 . c a l cH i s t ( [ c3 ] , [ 0 ] , thresh , [ 2 5 6 ] ,
[ 0 , 2 5 6 ] )#,None , 0 , 1 , cv2 .NORMMINMAX,
cv2 . CV 32F)
#p l t . p l o t ( h i s t r 3 )
#p l t . s a v e f i g (” h i s t t c 3 n g b v i 1 . png ”)

h i s t r 4 = cv2 . c a l cH i s t ( [ c4 ] , [ 0 ] , thresh , [ 2 5 6 ] ,
[ 0 , 2 5 6 ] )#,None , 0 , 1 , cv2 .NORMMINMAX,
cv2 . CV 32F)
#p l t . p l o t ( h i s t r 4 )
#p l t . s a v e f i g (” h i s t t c 4 n g b v i 1 . png ”)

h i s t r 5 = cv2 . c a l cH i s t ( [ c5 ] , [ 0 ] , thresh , [ 2 5 6 ] ,
[ 0 , 2 5 6 ] )#,None , 0 , 1 , cv2 .NORMMINMAX,
cv2 . CV 32F)
#p l t . p l o t ( h i s t r 5 )
#p l t . s a v e f i g (” h i s t t c 5 n g b v i 1 . png ”)

h i s t r 6 = cv2 . c a l cH i s t ( [ c6 ] , [ 0 ] , thresh , [ 2 5 6 ] ,
[ 0 , 2 5 6 ] )#,None , 0 , 1 , cv2 .NORMMINMAX,
cv2 . CV 32F)
#p l t . p l o t ( h i s t r 6 )
#p l t . s a v e f i g (” h i s t t c 6 n g b v i 1 . png ”)
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#GENERACION DE CSV
h i s t c 1=np . array ( h i s t r 1 )
h i s t c 1=np . a r r ay2 s t r i n g ( h i s t c 1 )
h i s t c 2=np . array ( h i s t r 2 )
h i s t c 2=np . a r r ay2 s t r i n g ( h i s t c 2 )
h i s t c 3=np . array ( h i s t r 3 )
h i s t c 3=np . a r r ay2 s t r i n g ( h i s t c 3 )
h i s t c 4=np . array ( h i s t r 4 )
h i s t c 4=np . a r r ay2 s t r i n g ( h i s t c 4 )
h i s t c 5=np . array ( h i s t r 5 )
h i s t c 5=np . a r r ay2 s t r i n g ( h i s t c 5 )
h i s t c 6=np . array ( h i s t r 6 )
h i s t c 6=np . a r r ay2 s t r i n g ( h i s t c 6 )
df . at [ i , ”media”]= h i s t c 1
df . at [ i , ” ene rg i a ”]= h i s t c 2
df . at [ i , ” c on t r a s t e ”]= h i s t c 3
df . at [ i , ”homogeneidad”]= h i s t c 4
df . at [ i , ” var ianza ”]= h i s t c 5
df . at [ i , ” c o r r e l a c i o n ”]= h i s t c 6

# cv2 . waitKey (0)
# cv2 . destroyAl lWindows ()

df [ ” estado ”]=1
#pr in t ( d f )
df . t o c sv ( ’ r e s t o b r f v c u t . csv ’ )

Clasificación mediante RNN

import s k l e a rn
from s k l e a rn . neura l network import MLPClass i f i e r
from s k l e a rn . neura l network import MLPRegressor
from s k l e a rn . mode l s e l e c t i on import t r a i n t e s t s p l i t
from s k l e a rn import metr i c s
from s k l e a rn . met r i c s import c l a s s i f i c a t i o n r e p o r t ,
con fus i on mat r ix
from s k l e a rn . met r i c s import mean squared error
from math import s q r t
from s k l e a rn . met r i c s import r 2 s c o r e
from matp lo t l i b . pyplot import f i gu r e , p l o t
import numpy as np
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import pandas as pd
import matp lo t l i b . pyplot as p l t
import csv

def matxchar ( dfx , r ) :
car=[”media” , ” ene rg i a ” , ” con t r a s t e ” , ”homogeneidad” ,
” var ianza ” , ” c o r r e l a c i o n ” ]
mat=np . z e r o s ( (208 ,256∗6) , dtype=f loat )
for i in range(1−r ,208− r ) :

#di c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ : None ,
’ c on t r a s t e ’ : None , ’ homogeneidad ’ : None ,
’ var ianza ’ : None , ’ c o r r e l a c i o n ’ : None ]
for k in range ( 0 , 5 ) :

tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ /n ’ , ’ ’ )
#pr in t ( tmp)

#f l o a t s l i s t = [ ]
a=0
i f ( r==0):

for item in tmp . s p l i t ( ) :
mat [ i −1 ,(k∗256)+a]= f loat ( item )
a=a+1

else :
for item in tmp . s p l i t ( ) :

mat [ i , ( k∗256)+a]= f loat ( item )
a=a+1

return mat

data sh=pd . r ead c sv ( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
data th=pd . r ead c sv ( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
#pr in t ( da t a t h )

#pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

mats=matxchar ( data sh , 1 )
matt=matxchar ( data th , 0 )
#pr in t (mats )
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#pr in t (mats . shape )
#pr in t (matt )
#pr in t (matt . shape )

matf=np . concatenate ( ( mats , matt ) , ax i s=0)
#pr in t (matf )
print (matf . shape )

s=np . z e r o s ( ( 208 ) , dtype=int )
e=np . ones ( ( 208 ) , dtype=int )
e t i q=np . concatenate ( ( s , e ) )
print ( e t i q . shape )

# Sp l i t d a t a s e t i n t o t r a i n i n g s e t and t e s t s e t
#s em i l l a = 484 ,1 ,4 ,23 , 84 ,101 , 117 , 136 ,195 ,234
X train , X test , y t ra in , y t e s t = t r a i n t e s t s p l i t
(matf , e t iq , t e s t s i z e =0.3 , random state=234)
# 70% t r a i n i n g and 30% t e s t

#Create the C l a s s i f i e r
#a c t i v a t i o n { identity , logistic , tanh , relu }
#so l v e r { lbfgs , sgd , adam } , d e f a u l t= adam ,
mlp = MLPClass i f i er
( a c t i v a t i o n=’ tanh ’ , s o l v e r=’ sgd ’ , max i ter=500)

# Train C l a s s i f e r
mlp . f i t ( X train , y t r a i n )

#Pred ic t the response f o r t e s t da t a s e t
y pred = mlp . p r ed i c t ( X tes t )

# #imprimir r epor t e
# pr i n t ( con fus ion matr i x ( y t e s t , y pred ))
# pr i n t ( c l a s s i f i c a t i o n r e p o r t ( y t e s t , y pred ))

# Model Accuracy : how o f t en i s the c l a s s i f i e r c o r r e c t ?
print ( ”Accuracy : ” , met r i c s . a c cu racy s co r e ( y t e s t , y pred ) )

# Model Prec i s i on : what percentage o f p o s i t i v e t u p l e s are
l a b e l ed as such ?
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print ( ” P r e c i s i on : ” , met r i c s . p r e c i s i o n s c o r e ( y t e s t , y pred ) )

# Model Reca l l : what percentage o f p o s i t i v e t u p l e s are
l a b e l l e d as such ?
print ( ” Reca l l : ” , met r i c s . r e c a l l s c o r e ( y t e s t , y pred ) )

print ( ”F1 s co r e : ” , met r i c s . f 1 s c o r e ( y t e s t , y pred ) )
# # K−Fold Cross−Va l ida t i on
# from sk l e a rn . mode l s e l e c t i on import c r o s s v a l i d a t e
# de f c r o s s v a l i d a t i o n (model , X , y , cv =10):
# ’ ’ ’ Function to perform 10 Folds Cross−Va l ida t i on
# Parameters
# −−−−−−−−−−
# model : Python Class , d e f a u l t=None
# This i s the machine l e a rn ing a l gor i thm
to be used for t r a i n i n g .
# X : array
# This i s the matrix o f f e a t u r e s .
# y : array
# This i s the t a r g e t v a r i a b l e .
# cv : in t , d e f a u l t=5
# Determines the number o f f o l d s f o r cross−v a l i d a t i o n .
# Returns
# −−−−−−−
#The func t i on re turns a d i c t i ona r y con ta in ing
#the metr i c s ’ accuracy ’ , ’ p r e c i s i on ’ ,
# ’ r e c a l l ’ , ’ f 1 ’ f o r both t r a i n i n g s e t and v a l i d a t i o n s e t .
# ’ ’ ’
# s co r i n g = [ ’ accuracy ’ , ’ p r e c i s i on ’ , ’ r e c a l l ’ , ’ f 1 ’ ]
# r e s u l t s = c r o s s v a l i d a t e ( e s t imator=model ,
# X= X ,
# y= y ,
# cv= cv ,
# scor ing= scor ing ,
# r e t u r n t r a i n s c o r e=True )

# re turn {”Training Accuracy score s ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] ,
# ”Mean Training Accuracy ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] . mean ( )∗100 ,
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# ”Training Prec i s ion score s ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] ,
# ”Mean Training Prec i s i on ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] . mean ( ) ,
# ”Training Reca l l s co re s ” : r e s u l t s [ ’ t r a i n r e c a l l ’ ] ,
# ”Mean Training Reca l l ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] . mean ( ) ,
# ”Training F1 score s ” : r e s u l t s [ ’ t r a i n f 1 ’ ] ,
# ”Mean Training F1 Score ” : r e s u l t s [ ’ t r a i n f 1 ’ ] . mean ( ) ,
# ”Va l i da t i on Accuracy score s ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] ,
# ”Mean Va l i da t i on Accuracy ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] . mean ( )∗100 ,
# ”Va l i da t i on Prec i s i on score s ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] ,
# ”Mean Va l i da t i on Prec i s ion ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] . mean ( ) ,
# ”Va l ida t i on Reca l l s co re s ” : r e s u l t s [ ’ t e s t r e c a l l ’ ] ,
# ”Mean Va l i da t i on Reca l l ” :
r e s u l t s [ ’ t e s t r e c a l l ’ ] . mean ( ) ,
#”Va l ida t i on F1 score s ” : r e s u l t s [ ’ t e s t f 1 ’ ] ,
#”Mean Va l i da t i on F1 Score ” : r e s u l t s [ ’ t e s t f 1 ’ ] . mean()
# }

# # Grouped Bar Chart f o r both t r a i n i n g and v a l i d a t i o n data
# de f p l o t r e s u l t ( x l a b e l , y l a b e l , p l o t t i t l e , t r a in da ta ,
va l da ta ) :
# ’ ’ ’ Function to p l o t a grouped bar char t showing
the t r a i n i n g and va l i d a t i o n
# r e s u l t s o f the ML model in each f o l d a f t e r
apply ing K−f o l d c ros s−va l i d a t i o n .
# Parameters
# −−−−−−−−−−
# x l a b e l : s t r ,
# Name of the a l gor i thm used f o r t r a i n i n g e . g ’SVM’
# y l a b e l : s t r ,
# Name of metr ic be ing v i s u a l i z e d e . g ’ Accuracy ’
# p l o t t i t l e : s t r ,
# This i s the t i t l e o f the p l o t e . g ’ Accuracy Plo t ’
# t r a i n r e s u l t : l i s t , array
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# This i s the l i s t con ta in ing e i t h e r t r a i n i n g prec i s i on ,
accuracy , or f 1 s co r e .
# v a l r e s u l t : l i s t , array
# This i s the l i s t con ta in ing e i t h e r v a l i d a t i o n
p r e c i s i on , accuracy , or f 1 s co r e .
# Returns
# −−−−−−−
# The func t i on re turns a Grouped Barchart showing the
t r a i n i n g and va l i d a t i o n r e s u l t in each f o l d .
# ’ ’ ’
# # Set s i z e o f p l o t
# p l t . f i g u r e ( f i g s i z e =(12 ,6))
# l a b e l s = [”1 s t Fold ” , ”2nd Fold ” , ”3 rd Fold ” ,
”4 th Fold” , ”5 th Fold” , ”6 th Fold” , ”7 th Fold” ,
”8 th Fold” , ”9 th Fold” , ”10 th Fold” ]
# X axis = np . arange ( l en ( l a b e l s ) )
# ax = p l t . gca ( )
# p l t . y l im (0.40000 , 1)
# p l t . bar ( X axis −0.2 , t r a in da ta , 0 .4 , c o l o r=’ b l a c k ’ ,
l a b e l=’ Train ing ’ )
# p l t . bar ( X axis +0.2 , va l da ta , 0 .4 , c o l o r=’gray ’ ,
l a b e l=’ Va l idat i on ’ )
# p l t . t i t l e ( p l o t t i t l e , f o n t s i z e =30)
# p l t . x t i c k s ( X axis , l a b e l s )
# p l t . x l a b e l ( x l a b e l , f o n t s i z e =14)
# p l t . y l a b e l ( y l a b e l , f o n t s i z e =14)
# p l t . l e gend ()
# p l t . g r i d (True )
# p l t . s a v e f i g ( p l o t t i t l e +” rnn . png ”)
# p l t . show ()

# de f matxchar ( dfx , r ) :
# car=[”media ” ,” energ ia ” ,” con t ra s t e ” ,
”homogeneidad” , ” var ianza ” , ” c o r r e l a c i o n ” ]
# mat=np . ze ro s ((208 ,256∗6) , dtype=f l o a t )
# fo r i in range(1−r ,208− r ) :
# #d i c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’ :
None , ’ var ianza ’ : None , ’ c o r r e l a c i o n ’ : None ]
# for k in range ( 0 , 5 ) :
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# tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’/n ’ , ’ ’ )
# #pr in t ( tmp)

# #f l o a t s l i s t = [ ]
# a=0
# i f ( r==0):
# fo r item in tmp . s p l i t ( ) :
# mat [ i −1 ,( k∗256)+a]= f l o a t ( item )
# a=a+1
# e l s e :
# fo r item in tmp . s p l i t ( ) :
# mat [ i , ( k∗256)+a]= f l o a t ( item )
# a=a+1
# return mat

# da ta sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
# da ta t h=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
# #pr in t ( da t a t h )

# #pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

# mats=matxchar ( data sh , 1 )
# matt=matxchar ( da ta th , 0 )
# #pr in t (mats )
# #pr in t (mats . shape )
# #pr in t (matt )
# #pr in t (matt . shape )

# matf=np . concatenate ( (mats , matt ) , a x i s=0)
# #pr in t (matf )
# pr i n t (matf . shape )
# #pr in t (matf )

# s=np . ze ro s ( (208) , dtype=in t )
# e=np . ones ( (208) , dtype=in t )
# e t i q=np . concatenate ( ( s , e ) )
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# pr in t ( e t i q . shape )
# #pr in t ( e t i q )
# ## Sp l i t d a t a s e t i n t o t r a i n i n g s e t and t e s t s e t
#s em i l l a = 132
# #X train , X tes t , y t ra in , y t e s t =
t r a i n t e s t s p l i t (matf , e t iq ,
t e s t s i z e =0.3 , random state=132)
# 70% t r a i n i n g and 30% t e s t

# #s h u f f l e the data f o r c l a s s i f i c a t i o n problems
# from sk l e a rn . mode l s e l e c t i on
import St ra t i f i edKFo ld
# sk f=S t ra t i f i e dKFo l d
(10 , s h u f f l e=True , random state=1)
# # Create RNN c l a s s i f i e r
# c l f = MLPClassi f ier
( a c t i v a t i o n=’ l o g i s t i c ’ , s o l v e r=’adam ’ ,
max iter =1000 , random state=0)
# c l f r e s=c r o s s v a l i d a t i o n ( c l f , matf , e t i q , s k f )
# pr i n t ( c l f r e s )

# # Plo t Accuracy Resu l t
# model name = ”SVM”
# p l o t r e s u l t (model name ,” Accuracy ” ,
# ”Accuracy score s in 10 Folds ” ,
# c l f r e s [” Training Accuracy score s ” ] ,
# c l f r e s [” Va l i da t i on Accuracy score s ” ] )

# # Plo t Prec i s i on Resu l t
# p l o t r e s u l t (model name ,
# ”Prec i s i on ” ,
# ”Prec i s i on score s in 10 Folds ” ,
# c l f r e s [” Training Prec i s ion score s ” ] ,
# c l f r e s [” Va l i da t i on Prec i s i on score s ” ] )

# # Plo t Reca l l Resu l t
# p l o t r e s u l t (model name ,
# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s [” Training Reca l l s co re s ” ] ,
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# c l f r e s [” Va l i da t i on Reca l l s co re s ” ] )

# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s [” Training F1 score s ” ] ,
# c l f r e s [” Va l i da t i on F1 score s ” ] )

Clasificación mediante SVM

from s k l e a rn import svm
from s k l e a rn . mode l s e l e c t i on
import t r a i n t e s t s p l i t
from s k l e a rn import metr i c s
from matp lo t l i b . pyplot import f i gu r e , p l o t
import numpy as np
import pandas as pd
import matp lo t l i b . pyplot as p l t
import csv

def matxchar ( dfx , r ) :
car=[”media” , ” ene rg i a ” , ” con t r a s t e ” ,
”homogeneidad” , ” var ianza ” , ” c o r r e l a c i o n ” ]
mat=np . z e r o s ( (208 ,256∗6) , dtype=f loat )
for i in range(1−r ,208− r ) :

#di c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’ :
None , ’ var ianza ’ : None , ’ c o r r e l a c i o n ’ : None ]
for k in range ( 0 , 5 ) :

tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ /n ’ , ’ ’ )
#pr in t ( tmp)

#f l o a t s l i s t = [ ]
a=0
i f ( r==0):

for item in tmp . s p l i t ( ) :
mat [ i −1 ,(k∗256)+a]= f loat ( item )
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a=a+1
else :

for item in tmp . s p l i t ( ) :
mat [ i , ( k∗256)+a]= f loat ( item )
a=a+1

return mat

data sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
data th=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
#pr in t ( da t a t h )

#pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

mats=matxchar ( data sh , 1 )
matt=matxchar ( data th , 0 )
#pr in t (mats )
#pr in t (mats . shape )
#pr in t (matt )
#pr in t (matt . shape )

matf=np . concatenate ( ( mats , matt ) , ax i s=0)
#pr in t (matf )
print (matf . shape )

s=np . z e r o s ( ( 208 ) , dtype=int )
e=np . ones ( ( 208 ) , dtype=int )
e t i q=np . concatenate ( ( s , e ) )
print ( e t i q . shape )

# Sp l i t d a t a s e t i n t o t r a i n i n g s e t and t e s t s e t
#s em i l l a = 894 ,701 ,632 , 508 ,448 ,342 ,309 ,1 ,23
X train , X test , y t ra in , y t e s t =
t r a i n t e s t s p l i t (matf , e t iq ,
t e s t s i z e =0.3 , random state=94)
# 70% t r a i n i n g and 30% t e s t

#Create a svm C l a s s i f i e r
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#kerne l { linear , poly , rbf ,
sigmoid , precomputed }

c l f = svm .SVC( ke rne l=’ poly ’ )

#Train the model us ing the t r a i n i n g s e t s
c l f . f i t ( X train , y t r a i n )

#Pred ic t the response f o r t e s t da t a s e t
y pred = c l f . p r ed i c t ( X tes t )

# Model Accuracy :
#how o f t en i s the c l a s s i f i e r c o r r e c t ?
print ( ”Accuracy : ” ,
met r i c s . a c cu racy s co r e ( y t e s t , y pred ) )

# Model Prec i s i on : what percentage
#of p o s i t i v e t u p l e s are
l a b e l ed as such ?
print ( ” P r e c i s i on : ” ,
met r i c s . p r e c i s i o n s c o r e ( y t e s t , y pred ) )

# Model Reca l l : what
#percentage o f p o s i t i v e t u p l e s are
l a b e l l e d as such ?
print ( ” Reca l l : ” ,
met r i c s . r e c a l l s c o r e ( y t e s t , y pred ) )

print ( ”F1 s co r e : ” , met r i c s . f 1 s c o r e ( y t e s t , y pred ) )

# # K−Fold Cross−Va l ida t i on
# from sk l e a rn . mode l s e l e c t i on
import c r o s s v a l i d a t e
# de f c r o s s v a l i d a t i o n (model , X , y , cv =10):
# ’ ’ ’ Function to perform 10 Folds Cross−Va l ida t i on
# Parameters
# −−−−−−−−−−
# model : Python Class , d e f a u l t=None
# This i s the machine l e a rn ing a l gor i thm to be used
for t r a i n i n g .
# X : array
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# This i s the matrix o f f e a t u r e s .
# y : array
# This i s the t a r g e t v a r i a b l e .
# cv : in t , d e f a u l t=5
# Determines the number o f f o l d s f o r cross−v a l i d a t i o n .
# Returns
# −−−−−−−
# The func t i on re turns a d i c t i ona r y con ta in ing the
metr i c s ’ accuracy ’ , ’ p r e c i s i o n ’ ,
# ’ r e c a l l ’ , ’ f 1 ’
#fo r both t r a i n i n g s e t and v a l i d a t i o n s e t .
# ’ ’ ’
# s co r i n g = [ ’ accuracy ’ , ’ p r e c i s i on ’ , ’ r e c a l l ’ , ’ f 1 ’ ]
# r e s u l t s = c r o s s v a l i d a t e ( e s t imator=model ,
# X= X ,
# y= y ,
# cv= cv ,
# scor ing= scor ing ,
# r e t u r n t r a i n s c o r e=True )

# re turn {”Training Accuracy score s ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] ,
# ”Mean Training Accuracy ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] . mean ( )∗100 ,
# ”Training Prec i s ion score s ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] ,
# ”Mean Training Prec i s ion ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] . mean ( ) ,
# ”Training Reca l l s co re s ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] ,
# ”Mean Training Reca l l ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] . mean ( ) ,
# ”Training F1 score s ” : r e s u l t s [ ’ t r a i n f 1 ’ ] ,
# ”Mean Training F1 Score ” :
r e s u l t s [ ’ t r a i n f 1 ’ ] . mean ( ) ,
# ”Va l i da t i on Accuracy score s ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] ,
# ”Mean Va l i da t i on Accuracy ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] . mean ( )∗100 ,
# ”Va l i da t i on Prec i s i on score s ” :
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r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] ,
# ”Mean Va l i da t i on Prec i s ion ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] . mean ( ) ,
# ”Va l ida t i on Reca l l s co re s ” :
r e s u l t s [ ’ t e s t r e c a l l ’ ] ,
# ”Mean Va l i da t i on Reca l l ” :
r e s u l t s [ ’ t e s t r e c a l l ’ ] . mean ( ) ,
# ”Va l ida t i on F1 score s ” : r e s u l t s [ ’ t e s t f 1 ’ ] ,
# ”Mean Va l i da t i on F1 Score ” :
r e s u l t s [ ’ t e s t f 1 ’ ] . mean ( )
# }

# # Grouped Bar Chart f o r
#both t r a i n i n g and v a l i d a t i o n data
# de f p l o t r e s u l t ( x l a b e l , y l a b e l ,
p l o t t i t l e , t r a in data , va l da ta ) :
# ’ ’ ’ Function to p l o t a grouped bar char t showing the
t r a i n i n g and va l i d a t i o n
# r e s u l t s o f the ML model in each f o l d a f t e r app l y ing
K−f o l d c ros s−va l i d a t i o n .
# Parameters
# −−−−−−−−−−
# x l a b e l : s t r ,
# Name of the a l gor i thm used f o r t r a i n i n g e . g ’SVM’

# y l a b e l : s t r ,
# Name of metr ic be ing v i s u a l i z e d e . g ’ Accuracy ’
# p l o t t i t l e : s t r ,
# This i s the t i t l e o f the p l o t e . g ’ Accuracy Plo t ’

# t r a i n r e s u l t : l i s t , array
# This i s the l i s t con ta in ing e i t h e r t r a i n i n g prec i s i on ,
accuracy , or f 1 s co r e .
# v a l r e s u l t : l i s t , array
# This i s the l i s t con ta in ing e i t h e r v a l i d a t i o n
p r e c i s i on , accuracy , or f 1 s co r e .
# Returns
# −−−−−−−
# The func t i on re turns a Grouped Barchart showing the
t r a i n i n g and va l i d a t i o n r e s u l t
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# in each f o l d .
# ’ ’ ’

# # Set s i z e o f p l o t
# p l t . f i g u r e ( f i g s i z e =(12 ,6))
# l a b e l s = [”1 s t Fold ” , ”2nd Fold ” , ”3 rd Fold ” ,
”4 th Fold” , ”5 th Fold” , ”6 th Fold” , ”7 th Fold” ,
”8 th Fold” , ”9 th Fold” , ”10 th Fold” ]
# X axis = np . arange ( l en ( l a b e l s ) )
# ax = p l t . gca ( )
# p l t . y l im (0.40000 , 1)
# p l t . bar ( X axis −0.2 , t r a in da ta , 0 .4 , c o l o r=’ b l a c k ’ ,
l a b e l=’ Train ing ’ )
# p l t . bar ( X axis +0.2 , va l da ta , 0 .4 , c o l o r=’gray ’ ,
l a b e l=’ Va l idat i on ’ )
# p l t . t i t l e ( p l o t t i t l e , f o n t s i z e =30)
# p l t . x t i c k s ( X axis , l a b e l s )
# p l t . x l a b e l ( x l a b e l , f o n t s i z e =14)
# p l t . y l a b e l ( y l a b e l , f o n t s i z e =14)
# p l t . l e gend ()
# p l t . g r i d (True )
# p l t . s a v e f i g ( p l o t t i t l e +” svm . png ”)
# p l t . show ()

# de f matxchar ( dfx , r ) :
#car=[”media ” ,” energ ia ” ,” con t r a s t e ” ,” homogeneidad ” ,
” var ianza ” , ” c o r r e l a c i o n ” ]
#mat=np . z e ros ((208 ,256∗6) , dtype=f l o a t )
#fo r i in range(1−r ,208− r ) :
##d i c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’ : None ,
’ var ianza ’ : None , ’ c o r r e l a c i o n ’ : None ]
# for k in range ( 0 , 5 ) :
# tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’/n ’ , ’ ’ )
# #pr in t ( tmp)

# #f l o a t s l i s t = [ ]
# a=0
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# i f ( r==0):
# fo r item in tmp . s p l i t ( ) :
# mat [ i −1 ,( k∗256)+a]= f l o a t ( item )
# a=a+1
# e l s e :
# fo r item in tmp . s p l i t ( ) :
# mat [ i , ( k∗256)+a]= f l o a t ( item )
# a=a+1

# return mat

# da ta sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
# da ta t h=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
# #pr in t ( da t a t h )

# #pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

# mats=matxchar ( data sh , 1 )
# matt=matxchar ( da ta th , 0 )
# #pr in t (mats )
# #pr in t (mats . shape )
# #pr in t (matt )
# #pr in t (matt . shape )

# matf=np . concatenate ( (mats , matt ) , a x i s=0)
# #pr in t (matf )
# pr i n t (matf . shape )

# s=np . ze ro s ( (208) , dtype=in t )
# e=np . ones ( (208) , dtype=in t )
# e t i q=np . concatenate ( ( s , e ) )
# pr i n t ( e t i q . shape )

# ## Sp l i t d a t a s e t i n t o t r a i n i n g s e t and t e s t s e t
#s em i l l a = 132
# #X train , X tes t , y t ra in , y t e s t = t r a i n t e s t s p l i t
(matf , e t iq , t e s t s i z e =0.3 , random state=132)
# 70% t r a i n i n g and 30% t e s t
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# #s h u f f l e the data f o r c l a s s i f i c a t i o n problems
# from sk l e a rn . mode l s e l e c t i on import S t r a t i f i e dKFo l d
# s k f=S t ra t i f i e dKFo l d (10 , s h u f f l e=True , random state=0)
# # Create SVM c l a s s i f i e r
# #kerne l { linear , poly , rbf ,

sigmoid , precomputed }
# c l f = svm .SVC( ke rne l =’ r b f ’ , random state=0)
# c l f r e s=c r o s s v a l i d a t i o n ( c l f , matf , e t i q , s k f )
# pr i n t ( c l f r e s )

# # Plo t Accuracy Resu l t
# model name = ”SVM”
# p l o t r e s u l t (model name ,” Accuracy ” ,
#”Accuracy score s in 10 Folds ” ,
#c l f r e s [” Training Accuracy score s ” ] ,
#c l f r e s [” Va l i da t i on Accuracy score s ” ] )

# # Plo t Prec i s i on Resu l t
# p l o t r e s u l t (model name ,
# ”Prec i s ion ” ,
# ”Prec i s ion score s in 10 Folds ” ,
# c l f r e s [” Training Prec i s ion score s ” ] ,
# c l f r e s [” Va l i da t i on Prec i s i on score s ” ] )

# # Plo t Reca l l Resu l t
# p l o t r e s u l t (model name ,
# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s [” Training Reca l l s co re s ” ] ,
# c l f r e s [” Va l i da t i on Reca l l s co re s ” ] )

# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s [” Training F1 score s ” ] ,
# c l f r e s [” Va l i da t i on F1 score s ” ] )
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Clasificación mediante Desition Trees

from s k l e a rn . t r e e import Dec i s i o nT r e eC l a s s i f i e r
# Import Decis ion Tree C l a s s i f i e r
from s k l e a rn . mode l s e l e c t i on import t r a i n t e s t s p l i t
# Import t r a i n t e s t s p l i t f unc t i on
from s k l e a rn import metr i c s
#Import s c i k i t −l e a rn metr i c s
#module f o r accuracy c a l c u l a t i o n
from s k l e a rn . mode l s e l e c t i on import t r a i n t e s t s p l i t
from s k l e a rn import metr i c s
from matp lo t l i b . pyplot import f i gu r e , p l o t
import numpy as np
import pandas as pd
import matp lo t l i b . pyplot as p l t
import csv

# # K−Fold Cross−Va l ida t i on
# from sk l e a rn . mode l s e l e c t i on import c r o s s v a l i d a t e
# de f c r o s s v a l i d a t i o n (model , X , y , cv =10):
# ’ ’ ’ Function to perform 10 Folds Cross−Va l ida t i on
# Parameters
# −−−−−−−−−−
# model : Python Class , d e f a u l t=None
# This i s the machine l e a rn ing a l gor i thm to be
used for t r a i n i n g .
# X : array
# This i s the matrix o f f e a t u r e s .
# y : array
# This i s the t a r g e t v a r i a b l e .
# cv : in t , d e f a u l t=5
# Determines the number o f f o l d s
for c ros s−va l i d a t i o n .
# Returns
# −−−−−−−
# The func t i on re turns a d i c t i ona r y con ta in ing
the metr i c s ’ accuracy ’ , ’ p r e c i s i o n ’ ,
# ’ r e c a l l ’ , ’ f 1 ’ f o r both t r a i n i n g s e t
and va l i d a t i o n set .
# ’ ’ ’

124



# sco r i n g =[ ’ accuracy ’ , ’ p r e c i s i on ’ , ’ r e c a l l ’ , ’ f 1 ’ ]
# r e s u l t s = c r o s s v a l i d a t e ( e s t imator=model ,
# X= X ,
# y= y ,
# cv= cv ,
# scor ing= scor ing ,
# r e t u r n t r a i n s c o r e=True )

# re turn {”Training Accuracy score s ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] ,
# ”Mean Training Accuracy ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] . mean ( )∗100 ,
# ”Training Prec i s ion score s ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] ,
# ”Mean Training Prec i s i on ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] . mean ( ) ,
# ”Training Reca l l s co re s ” : r e s u l t s [ ’ t r a i n r e c a l l ’ ] ,
# ”Mean Training Reca l l ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] . mean ( ) ,
# ”Training F1 score s ” : r e s u l t s [ ’ t r a i n f 1 ’ ] ,
# ”Mean Training F1 Score ” : r e s u l t s [ ’ t r a i n f 1 ’ ] . mean ( ) ,
# ”Va l i da t i on Accuracy score s ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] ,
# ”Mean Va l i da t i on Accuracy ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] . mean ( )∗100 ,
# ”Va l i da t i on Prec i s i on score s ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] ,
# ”Mean Va l i da t i on Prec i s ion ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] . mean ( ) ,
# ”Va l i da t i on Reca l l s co re s ” : r e s u l t s [ ’ t e s t r e c a l l ’ ] ,
# ”Mean Va l i da t i on Reca l l ” :
r e s u l t s [ ’ t e s t r e c a l l ’ ] . mean ( ) ,
# ”Va l i da t i on F1 score s ” : r e s u l t s [ ’ t e s t f 1 ’ ] ,
# ”Mean Va l i da t i on F1 Score ” : r e s u l t s [ ’ t e s t f 1 ’ ] . mean()
# }

# # Grouped Bar Chart f o r both t r a i n i n g
and va l i d a t i o n data
# de f p l o t r e s u l t ( x l a b e l , y l a b e l , p l o t t i t l e ,
t ra in data , va l da ta ) :
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# ’ ’ ’ Function to p l o t a grouped bar char t showing the
t r a i n i n g and va l i d a t i o n
# r e s u l t s o f the ML model in each f o l d a f t e r app l y ing
K−f o l d c ros s−va l i d a t i o n .
# Parameters
# −−−−−−−−−−
# x l a b e l : s t r ,
# Name of the a l gor i thm used f o r t r a i n i n g e . g ’ Decis ion
Tree ’

# y l a b e l : s t r ,
# Name o f metr ic be ing v i s u a l i z e d e . g ’ Accuracy ’
# p l o t t i t l e : s t r ,
# This i s the t i t l e o f the p l o t e . g ’ Accuracy Plot ’

# t r a i n r e s u l t : l i s t , array
#This i s the l i s t conta in ing e i t h e r t r a i n i n g p r e c i s i on ,
accuracy , or f 1 s co r e .

# v a l r e s u l t : l i s t , array
# This i s the l i s t conta in ing e i t h e r v a l i d a t i o n
p r e c i s i on , accuracy , or f 1 s co r e .
# Returns
# −−−−
# The func t i on r e tu rn s a Grouped Barchart showing the
t r a i n i n g and va l i d a t i o n r e s u l t
# in each f o l d .
# ’ ’ ’

# # Set s i z e o f p l o t
# p l t . f i g u r e ( f i g s i z e =(12 ,6))
# l a b e l s = [”1 s t Fold ” , ”2nd Fold ” , ”3 rd Fold ” ,
”4 th Fold” , ”5 th Fold” , ”6 th Fold” , ”7 th Fold” ,
”8 th Fold” , ”9 th Fold” , ”10 th Fold” ]
# X axis = np . arange ( l en ( l a b e l s ) )
# ax = p l t . gca ( )
# p l t . y l im (0.40000 , 1)
# p l t . bar ( X axis −0.2 , t r a in da ta , 0 .4 , c o l o r=’ b l a c k ’ ,
l a b e l=’ Train ing ’ )
# p l t . bar ( X axis +0.2 , va l da ta , 0 .4 , c o l o r=’gray ’ ,
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l a b e l=’ Va l idat i on ’ )
# p l t . t i t l e ( p l o t t i t l e , f o n t s i z e =30)
# p l t . x t i c k s ( X axis , l a b e l s )
# p l t . x l a b e l ( x l a b e l , f o n t s i z e =14)
# p l t . y l a b e l ( y l a b e l , f o n t s i z e =14)
# p l t . l e gend ()
# p l t . g r i d (True )
# p l t . s a v e f i g ( p l o t t i t l e +” d t r e e . png ”)
# p l t . show ()

# de f matxchar ( dfx , r ) :
# car=[”media ” ,” energ ia ” ,” con t ra s t e ” ,” homogeneidad ” ,
” var ianza ” , ” c o r r e l a c i o n ” ]
# mat=np . ze ro s ((208 ,256∗6) , dtype=f l o a t )
# fo r i in range(1−r ,208− r ) :
##d i c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’ : None , ’ var ianza ’ :
None , ’ c o r r e l a c i o n ’ : None ]
# for k in range ( 0 , 5 ) :
# tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’/n ’ , ’ ’ )
# #pr in t ( tmp)

# #f l o a t s l i s t = [ ]
# a=0
# i f ( r==0):
# fo r item in tmp . s p l i t ( ) :
# mat [ i −1 ,( k∗256)+a]= f l o a t ( item )
# a=a+1
# e l s e :
# fo r item in tmp . s p l i t ( ) :
# mat [ i , ( k∗256)+a]= f l o a t ( item )
# a=a+1

#return mat

# da ta sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
# da ta t h=pd . r ead c sv
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( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
# #pr in t ( da t a t h )

# #pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

# mats=matxchar ( data sh , 1 )
# matt=matxchar ( da ta th , 0 )
# #pr in t (mats )
# #pr in t (mats . shape )
# #pr in t (matt )
# #pr in t (matt . shape )

# matf=np . concatenate ( (mats , matt ) , a x i s=0)
# #pr in t (matf )
# pr i n t (matf . shape )

# s=np . ze ro s ( (208) , dtype=in t )
# e=np . ones ( (208) , dtype=in t )
# e t i q=np . concatenate ( ( s , e ) )
# pr i n t ( e t i q . shape )

# #s h u f f l e the data f o r c l a s s i f i c a t i o n problems
# from sk l e a rn . mode l s e l e c t i on import S t r a t i f i e dKFo l d
# s k f=S t ra t i f i e dKFo l d (10 , s h u f f l e=True , random state=1)
# # Create Decis ion Tree c l a s s i f e r o b j e c t
# #c r i t e r i o n { gini , entropy , log loss } ,
de f au l t= gini
# c l f = Dec i s i onTre eC l a s s i f i e r
( c r i t e r i o n=’ g i n i ’ , random state=1)
# c l f r e s=c r o s s v a l i d a t i o n ( c l f , matf , e t i q , s k f )
# pr i n t ( c l f r e s )

# # Plo t Accuracy Resu l t
# model name = ”Decis ion Tree”
# p l o t r e s u l t (model name ,” Accuracy ” ,
# ”Accuracy score s in 10 Folds ” ,
# c l f r e s [” Training Accuracy score s ” ] ,
# c l f r e s [” Va l i da t i on Accuracy score s ” ] )

# # Plo t Prec i s i on Resu l t
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# p l o t r e s u l t (model name ,
# ”Prec i s ion ” ,
# ”Prec i s ion score s in 10 Folds ” ,
# c l f r e s [” Training Prec i s ion score s ” ] ,
# c l f r e s [” Va l i da t i on Prec i s i on score s ” ] )

# # Plo t Reca l l Resu l t
# p l o t r e s u l t (model name ,
# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s [” Training Reca l l s co re s ” ] ,
# c l f r e s [” Va l i da t i on Reca l l s co re s ” ] )

# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s [” Training F1 score s ” ] ,
# c l f r e s [” Va l i da t i on F1 score s ” ] )

# c l f 2 = Dec i s i onTre eC l a s s i f i e r
( m in samp l e s sp l i t =10, random state=1)
# c l f r e s 2 = c r o s s v a l i d a t i o n ( c l f 2 , matf , e t i q , 10)
# pr i n t ( c l f r e s 2 )

# # Plo t Accuracy Resu l t
# p l o t r e s u l t (model name ,
# ”Accuracy ” ,
# ”Accuracy score s in 10 Folds ” ,
# c l f r e s 2 [” Training Accuracy score s ” ] ,
# c l f r e s 2 [” Va l i da t i on Accuracy score s ” ] )

# # Plo t Prec i s i on Resu l t
# p l o t r e s u l t (model name ,
# ”Prec i s ion ” ,
# ”Prec i s ion score s in 10 Folds ” ,
# c l f r e s 2 [” Training Prec i s ion score s ” ] ,
# c l f r e s 2 [” Va l i da t i on Prec i s ion score s ” ] )
# # Plo t Reca l l Resu l t
# p l o t r e s u l t (model name ,
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# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s 2 [” Training Reca l l s co re s ” ] ,
# c l f r e s 2 [” Va l i da t i on Reca l l s co re s ” ] )
# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s 2 [” Training F1 score s ” ] ,
# c l f r e s 2 [” Va l i da t i on F1 score s ” ] )

def matxchar ( dfx , r ) :
car=[”media” , ” ene rg i a ” , ” con t r a s t e ” , ”homogeneidad” ,
” var ianza ” , ” c o r r e l a c i o n ” ]
mat=np . z e r o s ( (208 ,256∗6) , dtype=f loat )
for i in range(1−r ,208− r ) :

#di c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ : None ,
’ c on t r a s t e ’ : None , ’ homogeneidad ’ : None , ’ var ianza ’ :
None , ’ c o r r e l a c i o n ’ : None ]
for k in range ( 0 , 5 ) :

tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ /n ’ , ’ ’ )
#pr in t ( tmp)
#f l o a t s l i s t = [ ]
a=0
i f ( r==0):

for item in tmp . s p l i t ( ) :
mat [ i −1 ,(k∗256)+a]= f loat ( item )
a=a+1

else :
for item in tmp . s p l i t ( ) :

mat [ i , ( k∗256)+a]= f loat ( item )
a=a+1

return mat

data sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
data th=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
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#pr in t ( da t a t h )

#pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

mats=matxchar ( data sh , 1 )
matt=matxchar ( data th , 0 )
#pr in t (mats )
#pr in t (mats . shape )
#pr in t (matt )
#pr in t (matt . shape )

matf=np . concatenate ( ( mats , matt ) , ax i s=0)
#pr in t (matf )
print (matf . shape )

s=np . z e r o s ( ( 208 ) , dtype=int )
e=np . ones ( ( 208 ) , dtype=int )
e t i q=np . concatenate ( ( s , e ) )
print ( e t i q . shape )

# Sp l i t d a t a s e t i n t o t r a i n i n g s e t and t e s t s e t
#s em i l l a = 132 ,0 ,1
X train , X test , y t ra in , y t e s t = t r a i n t e s t s p l i t (
matf , e t iq , t e s t s i z e =0.3 , random state=1)
# 70% t r a i n i n g and 30% t e s t

# Train Decis ion Tree C l a s s i f e r
c l f=De c i s i o nT r e eC l a s s i f i e r ( )

c l f = c l f . f i t ( X train , y t r a i n )

#Pred ic t the response f o r t e s t da t a s e t
y pred = c l f . p r ed i c t ( X tes t )

# Model Accuracy , how o f t en i s the c l a s s i f i e r c o r r e c t ?
print ( ”Accuracy : ” ,
met r i c s . a c cu racy s co r e ( y t e s t , y pred ) )

# Model Prec i s i on : what percentage o f p o s i t i v e t u p l e s
are l ab e l ed as such ?
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print ( ” P r e c i s i on : ” ,
met r i c s . p r e c i s i o n s c o r e ( y t e s t , y pred ) )

# Model Reca l l : what percentage o f p o s i t i v e t u p l e s
are l a b e l l e d as such ?
print ( ” Reca l l : ” , met r i c s . r e c a l l s c o r e ( y t e s t , y pred ) )

Clasificación mediante KNN

from s k l e a rn . ne ighbors import KNe ighbo r sC la s s i f i e r
# Import KNN C l a s s i f i e r
from s k l e a rn . mode l s e l e c t i on import t r a i n t e s t s p l i t
# Import t r a i n t e s t s p l i t f unc t i on
from s k l e a rn import metr i c s
#Import s c i k i t −l e a rn metr i c s
module for accuracy c a l c u l a t i o n
from s k l e a rn . mode l s e l e c t i on import t r a i n t e s t s p l i t
from s k l e a rn import metr i c s
from matp lo t l i b . pyplot import f i gu r e , p l o t
import numpy as np
import pandas as pd
import matp lo t l i b . pyplot as p l t
import csv

# K−Fold Cross−Va l ida t i on
from s k l e a rn . mode l s e l e c t i on import c r o s s v a l i d a t e
def c r o s s v a l i d a t i o n (model , X , y , cv =10):
’ ’ ’ Function to perform 10 Folds Cross−Va l ida t i on
Parameters
−−−−−−−−−−
model : Python Class , d e f a u l t=None
This i s the machine l e a rn ing a l gor i thm
to be used f o r t r a i n i n g .
X : array
This i s the matrix o f f e a t u r e s .
y : array
This i s the t a r g e t v a r i a b l e .
cv : in t , d e f a u l t=5
Determines the number o f f o l d s f o r cross−v a l i d a t i o n .
Returns
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−−−−−−−
The func t i on re turns a d i c t i ona r y con ta in ing
the metr i c s ’ accuracy ’ , ’ p r e c i s i on ’ ,
’ r e c a l l ’ , ’ f 1 ’ f o r both t r a i n i n g s e t and v a l i d a t i o n s e t .

’ ’ ’
s c o r i n g = [ ’ accuracy ’ , ’ p r e c i s i o n ’ , ’ r e c a l l ’ , ’ f 1 ’ ]
r e s u l t s = c r o s s v a l i d a t e ( e s t imator=model ,

X= X ,
y= y ,
cv= cv ,
s c o r i ng= sco r i ng ,
r e t u r n t r a i n s c o r e=True )

return {”Train ing Accuracy s c o r e s ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] ,
”Mean Train ing Accuracy” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] . mean ( )∗100 ,
”Train ing Pr e c i s i on s c o r e s ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] ,
”Mean Train ing Pr e c i s i on ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] . mean ( ) ,
”Train ing Reca l l s c o r e s ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] ,
”Mean Train ing Reca l l ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] . mean ( ) ,
”Train ing F1 s c o r e s ” : r e s u l t s [ ’ t r a i n f 1 ’ ] ,
”Mean Train ing F1 Score ” :
r e s u l t s [ ’ t r a i n f 1 ’ ] . mean ( ) ,
” Va l idat i on Accuracy s c o r e s ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] ,
”Mean Va l idat i on Accuracy” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] . mean ( )∗100 ,
”Va l idat i on Pr e c i s i on s c o r e s ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] ,
”Mean Va l idat i on Pr e c i s i on ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] . mean ( ) ,
” Va l idat i on Reca l l s c o r e s ” : r e s u l t s [ ’ t e s t r e c a l l ’ ] ,
”Mean Va l idat i on Reca l l ” :
r e s u l t s [ ’ t e s t r e c a l l ’ ] . mean ( ) ,
” Va l idat i on F1 s c o r e s ” : r e s u l t s [ ’ t e s t f 1 ’ ] ,
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”Mean Va l idat i on F1 Score ” :
r e s u l t s [ ’ t e s t f 1 ’ ] . mean ( )
}

# Grouped Bar Chart f o r both t r a i n i n g and v a l i d a t i o n data
def p l o t r e s u l t ( x l abe l , y l abe l , p l o t t i t l e ,
t r a in data , va l da ta ) :
’ ’ ’ Function to p l o t a grouped bar char t showing
the t r a i n i n g and v a l i d a t i o n
r e s u l t s o f the ML model in each f o l d a f t e r
app l y ing K−f o l d cross−v a l i d a t i o n .

Parameters
−−−−−−−−−−
x l a b e l : s t r ,

Name o f the a l gor i thm used f o r t r a i n i n g
e . g ’ Decis ion Tree ’

y l a b e l : s t r ,
Name o f metr ic be ing v i s u a l i z e d e . g ’ Accuracy ’

p l o t t i t l e : s t r ,
This i s the t i t l e o f the p l o t e . g ’ Accuracy Plo t ’

t r a i n r e s u l t : l i s t , array
This i s the l i s t con ta in ing e i t h e r t r a i n i n g prec i s i on ,

accuracy , or f1 score .

v a l r e s u l t : l i s t , array
This i s the l i s t con ta in ing e i t h e r v a l i d a t i o n prec i s i on ,

accuracy , or f1 score .
Returns
−−−−−−−

The func t i on re turns a Grouped Barchart showing
the t r a i n i n g and v a l i d a t i o n r e s u l t in each f o l d .

’ ’ ’
# Set s i z e o f p l o t
p l t . f i g u r e ( f i g s i z e =(12 ,6))
l a b e l s = [ ”1 s t Fold” , ”2nd Fold” , ”3 rd Fold” ,
”4 th Fold” , ”5 th Fold” , ”6 th Fold” , ”7 th Fold” ,
”8 th Fold” , ”9 th Fold” , ”10 th Fold” ]
X axis = np . arange ( len ( l a b e l s ) )
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ax = p l t . gca ( )
p l t . yl im (0 .40000 , 1)
p l t . bar ( X axis −0.2 , t r a in data , 0 . 4 ,
c o l o r=’ black ’ , l a b e l=’ Train ing ’ )
p l t . bar ( X axis +0.2 , va l data , 0 . 4 ,
c o l o r=’ gray ’ , l a b e l=’ Va l idat i on ’ )
p l t . t i t l e ( p l o t t i t l e , f o n t s i z e =30)
p l t . x t i c k s ( X axis , l a b e l s )
p l t . x l ab e l ( x l abe l , f o n t s i z e =14)
p l t . y l ab e l ( y l abe l , f o n t s i z e =14)
p l t . l egend ( )
p l t . g r i d (True )
p l t . s a v e f i g ( p l o t t i t l e+” d t r e e . png” )
p l t . show ( )

def matxchar ( dfx , r ) :
car=[”media” , ” ene rg i a ” , ” con t r a s t e ” ,
”homogeneidad” , ” var ianza ” , ” c o r r e l a c i o n ” ]
mat=np . z e r o s ( (208 ,256∗6) , dtype=f loat )
for i in range(1−r ,208− r ) :

#di c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’
: None , ’ var ianza ’ :
None , ’ c o r r e l a c i o n ’ : None ]
for k in range ( 0 , 5 ) :

tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ /n ’ , ’ ’ )
#pr in t ( tmp)

#f l o a t s l i s t = [ ]
a=0
i f ( r==0):

for item in tmp . s p l i t ( ) :
mat [ i −1 ,(k∗256)+a]= f loat ( item )
a=a+1

else :
for item in tmp . s p l i t ( ) :

mat [ i , ( k∗256)+a]= f loat ( item )
a=a+1
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return mat

data sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
data th=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
#pr in t ( da t a t h )

#pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

mats=matxchar ( data sh , 1 )
matt=matxchar ( data th , 0 )
#pr in t (mats )
#pr in t (mats . shape )
#pr in t (matt )
#pr in t (matt . shape )

matf=np . concatenate ( ( mats , matt ) , ax i s=0)
#pr in t (matf )
print (matf . shape )

s=np . z e r o s ( ( 208 ) , dtype=int )
e=np . ones ( ( 208 ) , dtype=int )
e t i q=np . concatenate ( ( s , e ) )
print ( e t i q . shape )

#s h u f f l e the data f o r c l a s s i f i c a t i o n problems
from s k l e a rn . mode l s e l e c t i on import St ra t i f i edKFo ld
sk f=St ra t i f i edKFo ld (10 , s h u f f l e=True , random state=1)
# Create KNN
c l f = KNe ighbo r sC la s s i f i e r ( n ne ighbors=5)
c l f r e s=c r o s s v a l i d a t i o n ( c l f , matf , e t iq , s k f )
print ( c l f r e s )

# # Plot Accuracy Resu l t
# model name = ”Decis ion Tree”
# p l o t r e s u l t (model name ,” Accuracy ” ,
# ”Accuracy score s in 10 Folds ” ,
# c l f r e s [” Training Accuracy score s ” ] ,
# c l f r e s [” Va l i da t i on Accuracy score s ” ] )
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# # Plot Prec i s i on Resu l t
# p l o t r e s u l t (model name ,
# ”Prec i s ion ” ,
# ”Prec i s ion score s in 10 Folds ” ,
# c l f r e s [” Training Prec i s ion score s ” ] ,
# c l f r e s [” Va l i da t i on Prec i s i on score s ” ] )

# # Plo t Reca l l Resu l t
# p l o t r e s u l t (model name ,
# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s [” Training Reca l l s co re s ” ] ,
# c l f r e s [” Va l i da t i on Reca l l s co re s ” ] )

# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s [” Training F1 score s ” ] ,
# c l f r e s [” Va l i da t i on F1 score s ” ] )

# c l f 2 = Dec i s i onTre eC l a s s i f i e r
( m in samp l e s sp l i t =10, random state=1)
# c l f r e s 2 = c r o s s v a l i d a t i o n ( c l f 2 , matf , e t i q , 10)
# pr i n t ( c l f r e s 2 )

# # Plo t Accuracy Resu l t
# p l o t r e s u l t (model name ,
# ”Accuracy ” ,
# ”Accuracy score s in 10 Folds ” ,
# c l f r e s 2 [” Training Accuracy score s ” ] ,
# c l f r e s 2 [” Va l i da t i on Accuracy score s ” ] )

# # Plo t Prec i s i on Resu l t
# p l o t r e s u l t (model name ,
# ”Prec i s ion ” ,
# ”Prec i s ion score s in 10 Folds ” ,
# c l f r e s 2 [” Training Prec i s ion score s ” ] ,
# c l f r e s 2 [” Va l i da t i on Prec i s ion score s ” ] )
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# # Plot Reca l l Resu l t
# p l o t r e s u l t (model name ,
# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s 2 [” Training Reca l l s co re s ” ] ,
# c l f r e s 2 [” Va l i da t i on Reca l l s co re s ” ] )

# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s 2 [” Training F1 score s ” ] ,
# c l f r e s 2 [” Va l i da t i on F1 score s ” ] )

# de f matxchar ( dfx , r ) :
# car=[”media ” ,” energ ia ” ,” con t ra s t e ” ,
”homogeneidad” , ” var ianza ” , ” c o r r e l a c i o n ” ]
# mat=np . ze ro s ((208 ,256∗6) , dtype=f l o a t )
# fo r i in range(1−r ,208− r ) :
# #d i c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’ : None , ’ var ianza ’ :
None , ’ c o r r e l a c i o n ’ : None ]
# for k in range ( 0 , 5 ) :
# tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’/n ’ , ’ ’ )
# #pr in t ( tmp)

# #f l o a t s l i s t = [ ]
# a=0
# i f ( r==0):
# fo r item in tmp . s p l i t ( ) :
# mat [ i −1 ,( k∗256)+a]= f l o a t ( item )
# a=a+1
# e l s e :
# fo r item in tmp . s p l i t ( ) :
# mat [ i , ( k∗256)+a]= f l o a t ( item )
# a=a+1
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# return mat

# da ta sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
# da ta t h=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
# #pr in t ( da t a t h )

# #pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

# mats=matxchar ( data sh , 1 )
# matt=matxchar ( da ta th , 0 )
# #pr in t (mats )
# #pr in t (mats . shape )
# #pr in t (matt )
# #pr in t (matt . shape )

# matf=np . concatenate ( (mats , matt ) , a x i s=0)
# #pr in t (matf )
# pr i n t (matf . shape )

# s=np . ze ro s ( (208) , dtype=in t )
# e=np . ones ( (208) , dtype=in t )
# e t i q=np . concatenate ( ( s , e ) )
# pr i n t ( e t i q . shape )

# # Sp l i t d a t a s e t i n t o t r a i n i n g s e t and t e s t s e t
#s em i l l a = 132 ,1 ,0 ,4 ,13 ,94
# X train , X tes t , y t ra in , y t e s t =
t r a i n t e s t s p l i t
(matf , e t iq , t e s t s i z e =0.3 , random state=132)
# 70% t r a i n i n g and 30% t e s t

# # Train Decis ion Tree C l a s s i f e r
# c l f = KNe i ghbo r sC la s s i f i e r ( n ne i ghbor s=5)

# #Train the model us ing the t r a i n i n g s e t s
# c l f . f i t ( X train , y t r a i n )

# #Pred ic t the response f o r t e s t da t a s e t
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# y pred = c l f . p r e d i c t ( X t e s t )

# # Model Accuracy ,
how o f t en i s the c l a s s i f i e r c o r r e c t ?
# pr in t (”Accuracy : ” , metr i c s .
accu ra cy s co r e ( y t e s t , y pred ) )

# # Model Prec i s i on :
what percentage o f p o s i t i v e
tup l e s are l ab e l ed as such ?
# pr in t (” Prec i s i on :” , metr i c s .
p r e c i s i o n s c o r e ( y t e s t , y pred ) )

# # Model Reca l l :
what percentage o f p o s i t i v e
tup l e s are l a b e l l e d as such ?
# pr in t (” Reca l l : ” , metr i c s .
r e c a l l s c o r e ( y t e s t , y pred ) )

Clasificación mediante Random Forest

from s k l e a rn . ne ighbors import KNe ighbo r sC la s s i f i e r
# Import KNN C l a s s i f i e r
from s k l e a rn . mode l s e l e c t i on import t r a i n t e s t s p l i t
# Import t r a i n t e s t s p l i t f unc t i on
from s k l e a rn import metr i c s
#Import s c i k i t −l e a rn metr i c s module
for accuracy c a l c u l a t i o n
from s k l e a rn . mode l s e l e c t i on import t r a i n t e s t s p l i t
from s k l e a rn import metr i c s
from matp lo t l i b . pyplot import f i gu r e , p l o t
import numpy as np
import pandas as pd
import matp lo t l i b . pyplot as p l t
import csv

# K−Fold Cross−Va l ida t i on
from s k l e a rn . mode l s e l e c t i on import c r o s s v a l i d a t e
def c r o s s v a l i d a t i o n (model , X , y , cv =10):
’ ’ ’ Function to perform 10 Folds Cross−Va l ida t i on
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Parameters
−−−−−−−−−−

model : Python Class , d e f a u l t=None
This i s the machine l e a rn ing a l gor i thm to be used f o r t r a i n i n g .

X : array
This i s the matrix o f f e a t u r e s .

y : array
This i s the t a r g e t v a r i a b l e .

cv : in t , d e f a u l t=5
Determines the number o f f o l d s f o r cross−v a l i d a t i o n .

Returns
−−−−−−−

The func t i on re turns a d i c t i ona r y
con ta in ing the metr ic s ’ accuracy ’ , ’ p r e c i s i on ’ ,
’ r e c a l l ’ , ’ f 1 ’ f o r both t r a i n i n g s e t and v a l i d a t i o n s e t .

’ ’ ’
s c o r i n g = [ ’ accuracy ’ , ’ p r e c i s i o n ’ , ’ r e c a l l ’ , ’ f 1 ’ ]
r e s u l t s = c r o s s v a l i d a t e ( e s t imator=model ,

X= X ,
y= y ,

cv= cv ,
s c o r i ng= sco r i ng ,

r e t u r n t r a i n s c o r e=True )

return {”Train ing Accuracy s c o r e s ” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] ,
”Mean Train ing Accuracy” :
r e s u l t s [ ’ t r a i n a c cu ra cy ’ ] . mean ( )∗100 ,
”Train ing Pr e c i s i on s c o r e s ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] ,
”Mean Train ing Pr e c i s i on ” :
r e s u l t s [ ’ t r a i n p r e c i s i o n ’ ] . mean ( ) ,
”Train ing Reca l l s c o r e s ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] ,
”Mean Train ing Reca l l ” :
r e s u l t s [ ’ t r a i n r e c a l l ’ ] . mean ( ) ,
”Train ing F1 s c o r e s ” :
r e s u l t s [ ’ t r a i n f 1 ’ ] ,
”Mean Train ing F1 Score ” :
r e s u l t s [ ’ t r a i n f 1 ’ ] . mean ( ) ,
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”Va l idat i on Accuracy s c o r e s ” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] ,
”Mean Va l idat i on Accuracy” :
r e s u l t s [ ’ t e s t a c cu r a cy ’ ] . mean ( )∗100 ,
”Va l idat i on Pr e c i s i on s c o r e s ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] ,
”Mean Va l idat i on Pr e c i s i on ” :
r e s u l t s [ ’ t e s t p r e c i s i o n ’ ] . mean ( ) ,
” Va l idat i on Reca l l s c o r e s ” :
r e s u l t s [ ’ t e s t r e c a l l ’ ] ,
”Mean Va l idat i on Reca l l ” :
r e s u l t s [ ’ t e s t r e c a l l ’ ] . mean ( ) ,
” Va l idat i on F1 s c o r e s ” : r e s u l t s [ ’ t e s t f 1 ’ ] ,
”Mean Va l idat i on F1 Score ” :
r e s u l t s [ ’ t e s t f 1 ’ ] . mean ( )
}

# Grouped Bar Chart f o r both t r a i n i n g and
va l i d a t i o n data
def p l o t r e s u l t ( x l abe l , y l abe l , p l o t t i t l e ,
t r a in data , va l da ta ) :
’ ’ ’ Function to p l o t a grouped
bar char t showing the t r a i n i n g and v a l i d a t i o n
r e s u l t s o f the ML model in each
f o l d a f t e r app l y ing K−f o l d cross−v a l i d a t i o n .

Parameters
−−−−−−−−−−
x l a b e l : s t r ,

Name o f the a l gor i thm used f o r t r a i n i n g
e . g ’ Decis ion Tree ’

y l a b e l : s t r ,
Name o f metr ic be ing v i s u a l i z e d
e . g ’ Accuracy ’

p l o t t i t l e : s t r ,
This i s the t i t l e o f the p l o t
e . g ’ Accuracy Plo t ’

t r a i n r e s u l t : l i s t , array
This i s the l i s t con ta in ing e i t h e r
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t r a i n i n g prec i s i on , accuracy , or f1 score .

v a l r e s u l t : l i s t , array
This i s the l i s t con ta in ing e i t h e r
v a l i d a t i o n prec i s i on , accuracy , or f1 score .

Returns
−−−−−−−

The func t i on re turns a Grouped Barchart
showing the t r a i n i n g and v a l i d a t i o n r e s u l t
in each f o l d .

’ ’ ’

# Set s i z e o f p l o t
p l t . f i g u r e ( f i g s i z e =(12 ,6))
l a b e l s = [ ”1 s t Fold” , ”2nd Fold” , ”3 rd Fold” ,
”4 th Fold” , ”5 th Fold” , ”6 th Fold” , ”7 th Fold” ,
”8 th Fold” , ”9 th Fold” , ”10 th Fold” ]
X axis = np . arange ( len ( l a b e l s ) )
ax = p l t . gca ( )
p l t . yl im (0 .40000 , 1)
p l t . bar ( X axis −0.2 , t r a in data , 0 . 4 ,
c o l o r=’ black ’ , l a b e l=’ Train ing ’ )
p l t . bar ( X axis +0.2 , va l data , 0 . 4 ,
c o l o r=’ gray ’ , l a b e l=’ Va l idat i on ’ )
p l t . t i t l e ( p l o t t i t l e , f o n t s i z e =30)
p l t . x t i c k s ( X axis , l a b e l s )
p l t . x l ab e l ( x l abe l , f o n t s i z e =14)
p l t . y l ab e l ( y l abe l , f o n t s i z e =14)
p l t . l egend ( )
p l t . g r i d (True )
p l t . s a v e f i g ( p l o t t i t l e+” d t r e e . png” )
p l t . show ( )

def matxchar ( dfx , r ) :
car=[”media” , ” ene rg i a ” , ” con t r a s t e ” , ”homogeneidad” ,
” var ianza ” , ” c o r r e l a c i o n ” ]
mat=np . z e r o s ( (208 ,256∗6) , dtype=f loat )
for i in range(1−r ,208− r ) :
#di c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ :
None , ’ c on t r a s t e ’ : None , ’ homogeneidad ’ : None , ’ var ianza ’ :
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None , ’ c o r r e l a c i o n ’ : None ]
for k in range ( 0 , 5 ) :

tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
tmp = tmp . r ep l a c e ( ’ /n ’ , ’ ’ )
#pr in t ( tmp)

#f l o a t s l i s t = [ ]
a=0
i f ( r==0):

for item in tmp . s p l i t ( ) :
mat [ i −1 ,(k∗256)+a]= f loat ( item )
a=a+1

else :
for item in tmp . s p l i t ( ) :

mat [ i , ( k∗256)+a]= f loat ( item )
a=a+1

return mat

data sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
data th=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
#pr in t ( da t a t h )

#pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

mats=matxchar ( data sh , 1 )
matt=matxchar ( data th , 0 )
#pr in t (mats )
#pr in t (mats . shape )
#pr in t (matt )
#pr in t (matt . shape )

matf=np . concatenate ( ( mats , matt ) , ax i s=0)
#pr in t (matf )
print (matf . shape )

s=np . z e r o s ( ( 208 ) , dtype=int )
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e=np . ones ( ( 208 ) , dtype=int )
e t i q=np . concatenate ( ( s , e ) )
print ( e t i q . shape )

#s h u f f l e the data f o r c l a s s i f i c a t i o n problems
from s k l e a rn . mode l s e l e c t i on import St ra t i f i edKFo ld
sk f=St ra t i f i edKFo ld (10 , s h u f f l e=True , random state=1)
# Create KNN
c l f = KNe ighbo r sC la s s i f i e r ( n ne ighbors=5)
c l f r e s=c r o s s v a l i d a t i o n ( c l f , matf , e t iq , s k f )
print ( c l f r e s )

# # Plot Accuracy Resu l t
# model name = ”Decis ion Tree”
# p l o t r e s u l t (model name ,” Accuracy ” ,
# ”Accuracy score s in 10 Folds ” ,
# c l f r e s [” Training Accuracy score s ” ] ,
# c l f r e s [” Va l i da t i on Accuracy score s ” ] )

# # Plo t Prec i s i on Resu l t
# p l o t r e s u l t (model name ,
# ”Prec i s ion ” ,
# ”Prec i s ion score s in 10 Folds ” ,
# c l f r e s [” Training Prec i s ion score s ” ] ,
# c l f r e s [” Va l i da t i on Prec i s i on score s ” ] )

# # Plo t Reca l l Resu l t
# p l o t r e s u l t (model name ,
# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s [” Training Reca l l s co re s ” ] ,
# c l f r e s [” Va l i da t i on Reca l l s co re s ” ] )

# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s [” Training F1 score s ” ] ,
# c l f r e s [” Va l i da t i on F1 score s ” ] )
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# c l f 2 = Dec i s i onTre eC l a s s i f i e r
( m in samp l e s sp l i t =10, random state=1)
# c l f r e s 2 = c r o s s v a l i d a t i o n ( c l f 2 , matf , e t i q , 10)
# pr i n t ( c l f r e s 2 )

# # Plo t Accuracy Resu l t
# p l o t r e s u l t (model name ,
# ”Accuracy ” ,
# ”Accuracy score s in 10 Folds ” ,
# c l f r e s 2 [” Training Accuracy score s ” ] ,
# c l f r e s 2 [” Va l i da t i on Accuracy score s ” ] )

# # Plo t Prec i s i on Resu l t
# p l o t r e s u l t (model name ,
# ”Prec i s ion ” ,
# ”Prec i s ion score s in 10 Folds ” ,
# c l f r e s 2 [” Training Prec i s ion score s ” ] ,
# c l f r e s 2 [” Va l i da t i on Prec i s ion score s ” ] )

# # Plo t Reca l l Resu l t
# p l o t r e s u l t (model name ,
# ”Reca l l ” ,
# ”Reca l l s co re s in 10 Folds ” ,
# c l f r e s 2 [” Training Reca l l s co re s ” ] ,
# c l f r e s 2 [” Va l i da t i on Reca l l s co re s ” ] )

# # Plo t F1−Score Resu l t
# p l o t r e s u l t (model name ,
# ”F1” ,
# ”F1 Scores in 10 Folds ” ,
# c l f r e s 2 [” Training F1 score s ” ] ,
# c l f r e s 2 [” Va l i da t i on F1 score s ” ] )

# de f matxchar ( dfx , r ) :
# car=[”media ” ,” energ ia ” ,” con t ra s t e ” ,” homogeneidad ” ,
” var ianza ” , ” c o r r e l a c i o n ” ]
# mat=np . ze ro s ((208 ,256∗6) , dtype=f l o a t )
# fo r i in range(1−r ,208− r ) :
# #d i c c i ona r i o=d i c t [ ’ media ’ : None , ’ energ ia ’ : None ,
’ c on t r a s t e ’ : None , ’ homogeneidad ’ : None , ’ var ianza ’ :
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None , ’ c o r r e l a c i o n ’ : None ]
# for k in range ( 0 , 5 ) :
# tmp = dfx [ car [ k ] ] [ i ] . r e p l a c e ( ’ [ ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’ ] ’ , ’ ’ )
# tmp = tmp . r ep l a c e ( ’/n ’ , ’ ’ )
# #pr in t ( tmp)

# #f l o a t s l i s t = [ ]
# a=0
# i f ( r==0):
# fo r item in tmp . s p l i t ( ) :
# mat [ i −1 ,( k∗256)+a]= f l o a t ( item )
# a=a+1
# e l s e :
# fo r item in tmp . s p l i t ( ) :
# mat [ i , ( k∗256)+a]= f l o a t ( item )
# a=a+1
# return mat

# da ta sh=pd . r ead c sv
( ’ r e s sano cut norm . csv ’ , i nd ex c o l =0)
# da ta t h=pd . r ead c sv
( ’ r e s t ob r f v cu t no rm . csv ’ , i nd ex c o l =0)
# #pr in t ( da t a t h )

# #pr in t ( type ( da ta sh [” media ” ] [ 0 ] ) )

# mats=matxchar ( data sh , 1 )
# matt=matxchar ( da ta th , 0 )
# #pr in t (mats )
# #pr in t (mats . shape )
# #pr in t (matt )
# #pr in t (matt . shape )

# matf=np . concatenate ( (mats , matt ) , a x i s=0)
# #pr in t (matf )
# pr i n t (matf . shape )

# s=np . ze ro s ( (208) , dtype=in t )
# e=np . ones ( (208) , dtype=in t )
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# e t i q=np . concatenate ( ( s , e ) )
# pr i n t ( e t i q . shape )

# # Sp l i t d a t a s e t i n t o t r a i n i n g s e t and t e s t s e t
#s em i l l a = 132 ,1 ,0 ,4 ,13 ,94
# X train , X tes t , y t ra in , y t e s t =
t r a i n t e s t s p l i t (matf , e t iq ,
t e s t s i z e =0.3 , random state=132)
# 70% t r a i n i n g and 30% t e s t

# # Train Decis ion Tree C l a s s i f e r
# c l f = KNe i ghbo r sC la s s i f i e r ( n ne i ghbor s=5)

# #Train the model us ing the t r a i n i n g s e t s
# c l f . f i t ( X train , y t r a i n )

# #Pred ic t the response f o r t e s t da t a s e t
# y pred = c l f . p r e d i c t ( X t e s t )

# # Model Accuracy ,
how o f t en i s the c l a s s i f i e r c o r r e c t ?
# pr in t (”Accuracy : ” ,
metr i c s . a c cu racy s co r e ( y t e s t , y pred ) )

# # Model Prec i s i on : what percentage o f
p o s i t i v e tup l e s are l ab e l ed as such ?
# pr in t (” Prec i s i on :” , metr i c s .
p r e c i s i o n s c o r e ( y t e s t , y pred ) )

# # Model Reca l l : what percentage o f
p o s i t i v e tup l e s are l a b e l l e d as such ?
# pr in t (” Reca l l : ” , metr i c s .
r e c a l l s c o r e ( y t e s t , y pred ) )
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